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Zusammenfassung

Bias in der natürlichen Sprachverarbeitung (NLP) ist eine allgemeine Herausforderung, die
sich negativ auf die Leistungsfähigkeit und Genauigkeit von Modellen auswirkt. Oft wer-
den NLP-Modelle mit umfangreichen Textkorpora trainiert, die potenzielle Bias-Elemente
enthalten. Dadurch können Modelle je nach Kontext des verwendeten Datensatzes in
Bezug auf Geschlecht, Alter, Körperbau, Religion, Rasse oder Kultur Bias aufweisen.
Das Bewusstsein für die Vielfalt möglicher Bias-Quellen spielt eine wichtige Rolle, um
die Anwendbarkeit und Fairness von NLP-Systemen sicherzustellen. Zahlreiche For-
schungen belegen, dass ein unbeschränktes Training natürlicher Sprachmodelle soziale
Bias-Elemente übernehmen kann. Studien zeigen bei der Betrachtung von Wortrepräsenta-
tionen, dass Word Embeddings soziale Bias-Elemente bezüglich Geschlechterrollen und
Berufen kodieren.

Insbesondere die Anwendung von NLP-Systemen im juristischen Kontext, welche die Ent-
scheidungsfindung im Rechtswesen unterstützen, beispielsweise anhand der Fakten eines
Gerichtsurteils, verdeutlicht die Notwendigkeit, dass die verwendeten Trainingsdatensätze
frei von Bias-Elementen sind. Es ist essenziell, dass diese Modelle keine Verzerrungen
erlernen.

Diese Arbeit untersucht Bias-Elemente in den Fakten von Gerichtsurteilen des Swiss Jud-
gement Prediction Datasets, indem “dispreferred” gelabelte Deskriptoren identifiziert und
analysiert werden, die aus dem Holistic Bias Dataset extrahiert und abgeleitet wurden. Das
Ziel ist es, das Vorhandensein von Bias-Elementen im Swiss Judgement Prediction Dataset
mithilfe regelbasierter Matchingmethoden und dem Binomialtest zu analysieren und ihre
Auswirkungen auf die Leistung vortrainierter BERT-basierter Modelle für die Klassifikati-
on der Urteilsergebnisse (“dismissal” und “approval”) mittels Attention Visualisierung zu
untersuchen. Durch diese Vorgehensweise wird ein Einblick in die statistische Analyse von
Bias-Elementen und deren Einfluss auf die Vorhersagen von Textklassifikationsmodellen in
juristischen Texten geliefert. Das übergeordnete Ziel ist es, vernachlässigte Bias-Elemente
in Datasets zu identifizieren und ihre Auswirkung auf Modelle zu untersuchen, um einen
allgemeinen Ansatz zur Bias-Analyse solcher Datensätze für zukünftige Anwendungen
vorzuschlagen.
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1. Einführung

Die komplexe Natur menschlicher Kommunikation und die mit der Verarbeitung natürli-
cher Sprache verbundenen Herausforderungen haben das Forschungsgebiet des Natural
Language Processing (NLP) zu einem zentralen Bereich in der künstlichen Intelligenz
gemacht. NLP strebt danach, Computern nicht nur die Erkennung, sondern auch die
realistische Modellierung und angemessene Reaktion auf menschliche Sprache zu ermögli-
chen. Von automatischer Übersetzung über Textanalyse bis zur Entwicklung alltäglicher
Chatbots erstreckt sich dieses faszinierende Forschungsfeld über eine breite Palette von
Anwendungen.

Trotz der beeindruckenden Fortschritte in NLP stehen wir vor einer bedeutenden Heraus-
forderung: dem Bias in der natürlichen Sprachverarbeitung. Der Inhalt des verwendeten
Datensatzes zum Trainieren von Sprachmodellen kann erheblichen Einfluss auf die Ent-
wicklung verschiedener Arten von Bias in NLP-Modellen haben. Oft werden NLP-Modelle
mit umfangreichen Trainingsdaten ausgestattet, um präzise zu agieren, wobei potenzielle
Bias im Datensatz vernachlässigt werden. Abhängig von der Zusammensetzung des Daten-
satzes können Bias in Bezug auf Geschlecht, Alter, Körperbau, Religion, Rasse, Kultur und
Politik im Modell auftreten. Das Bewusstsein für diese Vielfalt an möglichen Bias-Quellen
ist entscheidend, um die Anwendbarkeit und Fairness von NLP-Systemen sicherzustellen.

Insbesondere im juristischen Kontext, wo die Entwicklung von NLP-Modellen darauf
abzielt, Entscheidungen im Rechtssystem zu unterstützen, wird die Notwendigkeit deut-
lich, den verwendeten Datensatz sorgfältig zu bereinigen oder analysieren, um jegliche
Bias-Elemente zu entdecken und minimieren. Fairness und Gerechtigkeit in juristischen
NLP-Modellen zu gewährleisten, ist von herausragender Bedeutung. Ziel ist es, sicher-
zustellen, dass Entscheidungen unabhängig von Merkmalen wie Hautfarbe, Geschlecht,
Kultur, Nationalität und anderen sozialen Identitäten getroffen werden. Der Inhalt des Trai-
ningsdatensatzes spielt eine zentrale Rolle, insbesondere bei der Analyse der sogenannten
“Fakten” eines Gerichtsurteils. Dieser Abschnitt eines Gerichtsurteils gleicht am ehesten
einer allgemeinen Beschreibung des Falls, die möglicherweise weit verbreitet verfügbar
ist und dabei weniger voreingenommen sein sollte [22] (siehe Unterabschnitt 2.4.1 für
weitere Details zur Auswahl der Fakten von Gerichtsurteilen für die Bias-Analyse). In dem
Datensatz, den wir nutzen, legen wir besonderen Wert darauf, dass diese “Fakten” idealer-
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weise neutral beschrieben und frei von Bias sind. Diese Prämisse bildet die Grundlage für
unsere Hypothese und erfordert eine gründliche Überprüfung, um sicherzustellen, dass die
Informationen in der ursprünglichen Datenquelle frei von unerwünschten Bias-Elementen
sind. Nur so kann das NLP-Modell dazu befähigt werden, gerechte und ausgewogene
Entscheidungen im juristischen Kontext zu treffen, wobei Schuld- oder Unschuldsprüche
auf objektiven und nicht diskriminierenden Kriterien basieren.

Verschiedene Forschungen haben das Thema Bias in NLP intensiv behandelt und belegen,
dass unbeschränkt trainierte NLP-Modelle soziale Bias-Elemente übernehmen können [3, 9,
12]. Bislang wurden mehrere bedeutende Methoden zur Messung und Neutralisierung von
Bias entwickelt. Dazu gehören die Anwendung von Deskriptoren zur Messung des sozialen
Bias in statischen Word Embeddings, die Verwendung von Templates bei kontextuellen
Word Embeddings sowie Datenerweiterung (Data Augmentation) und unterschiedliche
Neutralisierungstechniken des Datensatzes [47].

Das Swiss Judgement Prediction Dataset 1 (SJP-Dataset) präsentiert sich als bemerkenswer-
te Ressource – ein umfassender, qualitativ hochwertiger, kuratierter und mehrsprachiger
Datensatz, bestehend aus 85.274 Fällen des Schweizerischen Bundesgerichts (BSG). Diese
Datenquelle zeichnet sich nicht nur durch ihre beachtliche Größe aus, sondern auch durch
die sorgfältige Annotation eines jeden Falles mit dem entsprechenden binären Urteilser-
gebnis (Gutheißung/Abweisung) [22]. Auf diesem Dataset lassen sich Modelle trainieren,
die das Urteilsergebnis anhand der Fakten vorhersagen.

Die Forscher, welche das “Swiss Judgement Prediction Dataset” erstellt haben, haben
den Datensatz mithilfe moderner BERT-basierter Methoden evaluiert. Während der Be-
urteilung der Modellleistung haben sie jedoch einen bedeutenden Schritt im Bereich der
natürlichen Sprachverarbeitung ausgelassen, nämlich die Bias-Analyse im Datensatz und
im Modell. Dadurch wird dieser Aspekt für zukünftige Forschungen offengelassen. In
diesem Zusammenhang ist es möglich, dass ihre Modelle Bias-Elemente enthalten, die
folglich die Leistung und Genauigkeit bei der Entscheidungsfindung des Urteilsergebnisses
beeinträchtigen können. Da derzeit keine neuen Untersuchungen zu diesem veröffentlich-
ten Datensatz vorliegen und auch keine detaillierte Analyse der enthaltenen Bias-Elemente
existiert, ist das Ziel dieser Studienarbeit, diese Forschungslücke zu schließen und mögliche
Bias-Elemente in diesem Datensatz zu identifizieren.

Eine zentrale Frage, die sich in diesem Kontext stellt, bezieht sich auf die mögliche Präsenz
von Begriffen in den Fakten der Gerichtsurteile, die in dem Holistic Bias Dataset [33]
als “dispreferred” gelabelt sind. Hierbei geht es darum, zu untersuchen, ob bestimmte
Begriffe, die in einem umfassenden Bias-Datensatz als tendenziell unerwünscht markiert
sind, in den Fakten der Urteile des Schweizer Bundesgerichts auftauchen. Zugleich gilt es
zu erkunden, ob neue Begriffe, die ein vergleichbares Bias aufweisen könnten, potenziell
die Entscheidungen der Urteile beeinflussen. Die Analyse dieser Aspekte ermöglicht einen
tiefgehenden Einblick in mögliche verborgene Biase und trägt dazu bei, die Fairness und
Objektivität juristischer NLP-Modelle im Kontext des Schweizerischen Bundesgerichts
sicherzustellen.

Die Motivation der Studienarbeit liegt in der tiefgreifenden Untersuchung von Bias in den
Fakten der Schweizer Gerichtsurteile. Hierbei kommen sowohl regelbasierte als auch auf

1https://huggingface.co/datasets/rcds/swiss_judgment_prediction

https://huggingface.co/datasets/rcds/swiss_judgment_prediction
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Machine-Learning-Verfahren basierende Ansätze zum Einsatz. Die Anwendung von regel-
basierten Matching-Techniken, insbesondere durch die Nutzung maschinell übersetzter
Deskriptoren aus dem Holistic Bias Dataset, ermöglicht die Identifikation von potenziellen
Bias-Elementen im Swiss Judgement Prediction Dataset. Zusätzlich streben wir an, ein
mehrsprachiges Bias-Wörterbuch aus dem Holistic Bias Dataset und unseren weiteren
Untersuchungen abzuleiten, zum regelbasierten Auffinden von Bias-Begriffen.

Im Detail werden wir regelbasierte Matching-Methoden verwenden, um Bias anhand
maschinell übersetzter Deskriptoren aus dem Holistic Bias Dataset zu identifizieren. An-
schließend beabsichtigen wir, mittels Attention Visualization die Gewichtung der Auf-
merksamkeit in den falsch vorhergesagten Fakten zu analysieren, insbesondere in Bezug
auf die “dispreferred” gelabelten Deskriptoren, um festzustellen, inwieweit diese bei der
Vorhersage des Modells berücksichtigt werden. Unser Ziel ist es, mithilfe des Holistic
Bias Datasets bereitgestellte und als “dispreferred” gelabelte Deskriptoren auf insgesamt
8 demografische Achsen (ability, body_type, characteristics, cultural, gender_and_sex,
race_ethnicity, religion, sexual_orientation) hin zu analysieren. Dabei geht es nicht nur
darum, das Vorhandensein von Bias zu identifizieren, sondern auch zu untersuchen, ob und
inwieweit der identifizierte Bias-Typ einen Einfluss auf das Urteil in Gerichtsverfahren
hat. Diese tiefgehende Analyse soll dazu beitragen, das Verständnis für Bias in rechtlichen
Kontexten zu vertiefen und Möglichkeiten zur Verbesserung der Objektivität und Fairness
juristischer Entscheidungsprozesse aufzuzeigen.

In dieser Arbeit stellen wir die folgenden zwei Forschungsfragen auf. Dieser Abschnitt führt
die Fragen ein und beschreibt die Evaluationsmethodik, um diese Fragen zu beantworten.

Forschungsfrage 1: In welchem Maße sind unbewusste Bias-Elemente aus dem
Holistic Bias Dataset in den schweizerischen Gerichtsurteilen präsent?

Um diese Frage zu beantworten, werden die als “dispreferred” gelabelten Deskriptoren,
die aus dem Holistic Bias Dataset extrahiert und abgeleitet wurden, mithilfe von regulären
Ausdrücken (RegEx) statistisch analysiert und visualisiert, indem sie in den Fakten der
Gerichtsurteile in den Trainings- und Testdaten gesucht werden.

Zu diesem Zweck ist geplant, mittels Binomialtest die Verteilung der als “dispreferred” ab-
geleiteten Deskriptoren zwischen den Klassen “dismissal” und “approval” zu visualisieren.
Dies soll dabei helfen festzustellen, ob bestimmte Deskriptoren von vornherein gegenüber
einer bestimmten Klasse voreingenommen sein könnten.

Forschungsfrage 2: Welche Auswirkungen haben diese Bias-Elemente auf die
Leistungsfähigkeit der entwickelten Modelle?

Nach Abschluss der statistischen Analyse, in der das Ausmaß von Bias-Elementen in
den Fakten schweizerischer Gerichtsurteile ermittelt wird, wird geplant ein vortrainiertes
Modell im juristischen Kontext für die binäre Textklassifikation auszuwählen und mit dem
Swiss Judgement Prediction Dataset feinzutunen. Die Leistungsfähigkeit des feingetunten
Modells wird anhand des Testsets analysiert, wobei besonderes Augenmerk auf den falsch
klassifizierten Gerichtsurteilen liegt, die mindestens einen als “dispreferred” abgeleiteten
Deskriptor enthalten.

Um die Auswirkungen der Bias-Elemente in den falsch vorhergesagten Fakten der Gerichts-
urteile durch das Modell zu visualisieren, wird die Attention Visualisierung angewendet.
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Daraufhin werden die Aufmerksamkeitsvisualisierungen der Fakten untersucht, die eine
hohe Wortattribution für die “dispreferred” abgeleiteten Deskriptoren aufweisen. Diese
Deskriptoren spielen eine wesentliche Rolle bei der falschen Klassifikation des Gerichts-
urteils und sind somit in unserem Dataset unerwünscht, da sie zu voreingenommenen
Entscheidungen des Modells führen können.



2. Grundlagen

In diesem Abschnitt werden zentrale Konzepte der natürlichen Sprachverarbeitung (NLP)
eingehend erläutert. Einleitend wird eine Einführung in die Funktionsweise einiger NLP
Verfahren gegeben, gefolgt von einer detaillierten Betrachtung verschiedener Modelle,
darunter regelbasierte, frequenzbasierte und vorhersagebasierte Ansätze. Zusätzlich wer-
den repräsentative Methoden wie Symbolic NLP, Sub-symbolic NLP und Vektorrraum-
Repräsentation untersucht, um ein grundlegendes Verständnis für die Vielfalt der NLP-
Modelle zu schaffen. Ein besonderer Fokus liegt auf der Erklärung von Word Embeddings,
wobei sowohl statische als auch kontextuelle Ansätze beleuchtet werden. Im Kontext die-
ses Grundlagenkapitels wird auch die Rolle und der Einfluss von Bias in der Natürlichen
Sprachverarbeitung ausführlich behandelt.

Im weiteren Verlauf dieses Abschnitts werden die verwendeten Datensätze, insbesondere
das Swiss Judgement Prediction Dataset und das Holistic Bias Dataset, vorgestellt und
analysiert. Es wird erläutert, welche Informationen diese Datensätze enthalten, wie sie
aufgebaut sind und in welchem Zusammenhang sie für die Forschungsarbeit relevant sind.
Abschließend fasst dieser Abschnitt die grundlegenden Konzepte, Modelle und Datensätze
zusammen, die als Basis für die weiteren Untersuchungen und Analysen in dieser Arbeit
dienen.

2.1 Natürliche Sprachverarbeitung (NLP)
Die Natürliche Sprachverarbeitung (NLP) ist ein Teilgebiet der künstlichen Intelligenz,
das sich mit dem Modellieren und der Erzeugung natürlicher Sprache durch Maschinen be-
fasst [13]. Ziel der NLP ist es, Computern nicht nur die Fähigkeit zu verleihen, menschliche
Sprache zu erkennen, sondern auch zu modellieren, zu interpretieren und darauf adäquat
zu reagieren. Diese Disziplin erstreckt sich über eine breite Palette von Anwendungen und
spielt eine immer zentralere Rolle in der heutigen technologischen Landschaft.

Grundlegend befasst sich NLP mit der Verarbeitung von natürlicher Sprache, wobei
sie vielschichtige Herausforderungen umfasst, von der grammatikalischen Struktur bis
zur semantischen Bedeutung von Sätzen. Regelbasierte Ansätze nutzen vordefinierte
Muster und Regeln, um die Struktur von Sätzen nachzubauen. Frequenzbasierte Modelle
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analysieren die Häufigkeit von Wörtern, während vorhersagebasierte Ansätze maschinelles
Lernen einsetzen, um Vorhersagen über die Bedeutung von Sätzen zu treffen.

Die Einsatzmöglichkeiten von NLP sind vielfältig und reichen von automatischer Über-
setzung und Textanalyse bis hin zur Entwicklung von Chatbots, die in der Interaktion mit
Menschen eine natürliche Konversation generieren. Im täglichen Leben sind Anwendungen
wie Spracherkennung, Suchmaschinen, automatische Textgenerierung und personalisierte
Empfehlungssysteme Beispiele für die praktische Anwendung von NLP.

Ein Möglicher Prozess der natürlichen Sprachverarbeitung kann in mehrere Schlüssel-
schritte unterteilt werden, die dazu dienen, Maschinen beizubringen, menschliche Sprache
zu verarbeiten [41]:

1. Text in maschinenlesbare Form umwandeln:

Der erste Schritt besteht darin, den gegebenen Text in eine für Maschinen verständli-
che Form zu konvertieren. Dies beinhaltet die Umwandlung von natürlicher Sprache in
eine repräsentative Datenstruktur. Ein Beispiel hierfür ist die Anwendung von Optical
Character Recognition (OCR), um gedruckte oder handschriftliche Texte in maschi-
nenlesbare Zeichen umzuwandeln. Darüber hinaus kann dies auch die Digitalisierung
von eingescannten Texten umfassen, die zunächst in eine elektronische Form gebracht
werden müssen.

2. Auswahl einer Textrepräsentationsmethode und Modellarchitektur:

Basierend auf den spezifischen Anforderungen wählt man eine geeignete Textrepräsen-
tationsmethode aus, darunter beispielsweise Bag of Words, Term Frequency-Inverse
Document Frequency Gewichtung oder Word Embeddings. Ebenso wird die passende
Modellarchitektur sorgfältig ausgewählt, hierbei stehen Optionen wie regelbasierte,
frequenzbasierte, vorhersagebasierte Modelle zur Verfügung. Faktoren wie Kontrol-
lierbarkeit, Erklärbarkeit und Leistung spielen dabei eine entscheidende Rolle bei der
Auswahl der Modellarchitektur. Dies gewährleistet, dass das gewählte Vorgehen den
spezifischen Anforderungen und Zielen der NLP-Anwendung gerecht wird, indem es
sowohl für Entwickler als auch für Endbenutzer transparent, steuerbar und leistungs-
stark ist.

3. Anwendung des Modells:

Nach der Auswahl der Modellarchitektur erfolgt die Anwendung des NLP-Modells.
In diesem Schritt werden Algorithmen des gewählten Modells eingesetzt, um die
maschinenlesbare Repräsentation des Textes zu nutzen. Diese Repräsentation dient
als Grundlage für verschiedene Aufgaben, wie zum Beispiel Vorhersagen zu treffen
oder Ähnlichkeiten zu modellieren. Der Fokus liegt darauf, dass das Modell die bereit-
gestellte Repräsentation effektiv nutzt, um relevante Ergebnisse zu generieren.

4. Evaluation mit geeigneten Leistungsmetriken:

Um die Leistung des angewendeten Modells zu bewerten, werden geeignete Leis-
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tungsmetriken herangezogen. Dazu gehören Maße wie precision, recall, accuracy und
perplexity, die die Effizienz und Genauigkeit des Modells quantifizieren.

Im weiteren Verlauf werden verschiedene Modelle der natürlichen Sprachverarbeitung
(NLP) detaillierter beleuchtet, darunter regelbasierte, frequenzbasierte und vorhersageba-
sierte Ansätze, um ein fundiertes Verständnis für ihre Funktionsweisen und Anwendungs-
bereiche zu vermitteln.

2.1.1 Regelbasierte Modelle

Regelbasierte Modelle, auch als Symbolic NLP bekannt, waren in den 1950er bis 1990er
Jahren weit verbreitet. Diese Modelle verfolgen die Idee, linguistisches Wissen und Regeln
in ein formales System zu kodieren, das natürliche Sprache verarbeiten kann [41]. Im
Gegensatz zu anderen NLP-Ansätzen bieten regelbasierte Modelle eine menschenlesbare
Darstellung.

Die Schlüsselkomponenten von Symbolic NLP [41], auch als regelbasierte Modelle be-
kannt, umfassen:

••••• Regelbasierte Logik:

Regelbasierte Modelle verwenden eine Sammlung von explizit definierten Regeln.
Diese Regeln legen fest, wie natürliche Sprache analysiert, verstanden und interpretiert
werden soll. Die Logik dieser Regeln ermöglicht es dem Modell, spezifische Muster
oder Strukturen in den Daten zu erkennen.

• Syntaxanalyse:

Symbolic NLP beinhaltet die Analyse der syntaktischen Struktur von Sätzen. Dies
umfasst die Identifizierung von Wörtern, Phrasen und die Beziehungen zwischen
ihnen. Die Syntaxanalyse hilft dabei, die grammatikalischen Strukturen einer Sprache
zu verstehen.

• Semantikanalyse:

Neben der Syntaxanalyse umfasst Symbolic NLP auch die Semantikanalyse. Dies
bezieht sich darauf, die Bedeutung von Sätzen zu verstehen und zu interpretieren. Se-
mantische Regeln legen fest, wie bestimmte Wörter oder Konstruktionen interpretiert
werden sollen.

• Wissensrepräsentation:

Symbolic NLP-Modelle müssen in der Lage sein, Wissen zu repräsentieren und darauf
zuzugreifen. Dies umfasst oft die Verwendung von Datenbanken oder Wissensbasen,
die relevante Informationen für die Analyse von natürlicher Sprache bereitstellen.

• Inferenzmechanismus:

Ein weiteres wichtiges Element ist der Inferenzmechanismus. Dieser ermöglicht es
dem Modell, logische Schlussfolgerungen auf der Grundlage der definierten Regeln
und des verfügbaren Wissens zu ziehen. Der Inferenzmechanismus spielt eine zentrale
Rolle beim Verarbeiten komplexer sprachlicher Konstruktionen.
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• Interpretierbarkeit:

Symbolic NLP-Modelle zeichnen sich oft durch ihre hohe Interpretierbarkeit aus. Da
die Regeln menschenlesbar sind, kann leicht nachvollzogen werden, wie das Modell
zu einer bestimmten Schlussfolgerung gelangt.

Diese Schlüsselkomponenten arbeiten zusammen, um regelbasierten Modellen zu ermögli-
chen, auf natürliche Sprache zu reagieren, wobei die festgelegten Regeln und Strukturen
als Grundlage dienen.

Ein einfaches Beispiel für ein regelbasiertes Modell könnte die Identifikation von Named
Entities sein [41]. Regeln wie Reguläre Ausdrücke, Patterns oder hardkodierte Wörter
können definiert werden, um Muster wie ‘Herr [Nachname]’ oder ‘Frau [Nachname]’ zu
erkennen und als Personen zu klassifizieren.

Ein Hauptvorteil regelbasierter Modelle liegt in ihrer Interpretierbarkeit. Durch ihre klaren
und menschenlesbaren Regeln bieten diese Modelle Transparenz über den Verarbeitungs-
prozess. Die explizite Definition von Regeln ermöglicht zudem eine präzise Kontrolle über
die Verarbeitung von natürlicher Sprache. Regelbasierte Modelle sind erweiterbar, und
neue Regeln können vergleichsweise unkompliziert hinzugefügt oder bestehende angepasst
werden, was eine hohe Anpassungsfähigkeit an spezifische Anforderungen ermöglicht.

Trotz ihrer Vorteile haben regelbasierte Modelle auch Einschränkungen. Die begrenz-
te Abdeckung macht sie weniger geeignet für komplexe oder sich dynamisch ändernde
Sprachstrukturen. Die Erstellung umfassender Regelwerke kann zeitintensiv sein, beson-
ders wenn die Anwendungsbereiche vielfältig sind. Zudem können sich regelbasierte
Modelle aufgrund ihrer festen Regeldefinitionen nicht an unerwartete Muster in natürli-
cher Sprache anpassen, was ihre Flexibilität im Vergleich zu moderneren Ansätzen wie
maschinellem Lernen einschränken kann.

2.1.2 Frequenzbasierte Modelle

Frequenzbasierte Modelle repräsentieren einen Ansatz in der natürlichen Sprachverar-
beitung (NLP), der darauf abzielt, die Häufigkeit von Wörtern in einem Textkorpus zu
analysieren. Dieser Ansatz geht davon aus, dass die Anzahl und das gemeinsame Vorkom-
men (Kookurrenz) von Wörtern in einem Dokument oder Korpus wichtige Informationen
über den Inhalt und die Bedeutung des Textes liefert. Ein prominenter Vertreter frequenz-
basierter Modelle ist das Bag-of-Words (BoW) Modell.

Bag-of-Words

In diesem Abschnitt wird genauer auf die Bedeutung und Funktionsweise des Bag-of-
Words-Modells (BoW) eingegangen. Dabei wird erklärt, was BoW ist, seine vielfältigen
Anwendungen sowie die damit verbundenen Herausforderungen, Limitationen, Vor- und
Nachteile.

Bag-of-Words-Modell ist auch als BoW bekannt und wurde erstmals von Salton et al. [31]
vorgestellt. Der grundlegende Gedanke hinter BoW ist, dass die Häufigkeiten der Wörter in
einem Textdokument erfasst werden, ohne die Reihenfolge und die Beziehungen zwischen
den Wörtern zu berücksichtigen. Das Ergebnis ist eine Darstellung des Textes als eine
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Sammlung von Wörtern, wobei jeder Eintrag im Vektor die Häufigkeit eines bestimmten
Worts im Dokument repräsentiert. Der Vektor setzt sich aus den einzigartigen Wörtern im
Dokument zusammen und seine Dimensionalität entspricht der Anzahl der verschiedenen
Wörter, die im Text auftreten.

Es wird als Tasche von Wörtern bezeichnet, weil alle Informationen über die Reihenfolge
oder Struktur der Wörter im Dokument verworfen werden. Das Modell überprüft, ob
bekannte Wörter im Dokument vorkommen, jedoch nicht deren Position im Dokument.

Eine der prominentesten Anwendungen von Bag-of-Words liegt in der Textklassifizierung.
Hier wird BoW eingesetzt, um Dokumente in vordefinierte Kategorien einzuteilen. Durch
das Erfassen des Vorkommens von Schlüsselwörtern in einem Textdokument wird eine
repräsentative Darstellung erstellt, die als Grundlage für die automatisierte Klassifizierung
dient. Dies ist besonders nützlich in Bereichen wie Spam-Erkennung, Sentimentanaly-
se oder Themenklassifikation, wo die Zuordnung zu Kategorien auf charakteristischen
Wortmustern basiert.

Bag-of-Words spielt auch eine entscheidende Rolle im Bereich des Information Retrievals,
insbesondere in Suchmaschinen und Information-Retrieval-Systemen. Hier ermöglicht
BoW eine effiziente Indizierung und Vergleichbarkeit von Dokumenten. Durch das Ignorie-
ren der Kontextinformationen und die Fokussierung auf Schlüsselwörter wird eine schnelle
und präzise Identifizierung von relevanten Dokumenten ermöglicht. Zudem findet BoW
Anwendung in der Textanalyse von großen Textkorpora, wo es dabei hilft, Schlüsselwörter
und Themen zu identifizieren, ohne die Nuancen der Kontextinformationen zu berück-
sichtigen. Dies erleichtert die automatisierte Extraktion von relevanten Informationen in
umfangreichen Textsammlungen.

Im folgenden Abschnitt werden die Implementierungsschritte von BoW kurz zusammen-
gefasst und die wichtigsten Merkmale dabei erwähnt und am Ende ein genaues Beispiel
durchgeführt.

Zu Beginn des Verfahrens wird empfohlen, den Inhalt der Textdokumente von Stopp-
wörtern zu bereinigen. Dafür entfernen wir den Text von allen Satzzeichen sowie den
sogenannten “Stopwords”, um die Qualität der Textrepräsentation zu verbessern und den
Fokus auf relevante Informationen zu legen. Dabei handelt es sich um häufig vorkommen-
de, jedoch wenig bedeutungstragende Wörter wie “der”, “die”, “das”, “und” oder “ist”.
Dieser Schritt im Preprocessing für BoW ist ausreichend, um ein sauberes Vokabular zu
generieren. Dadurch erzielen wir während der Implementierung des Bag-of-Words bessere
Ergebnisse.

Im weiteren Verlauf des Preprocessings stehen optionale Techniken zur Verfügung, dar-
unter Stemming, Lemmatisierung und die Umwandlung aller Wörter in Kleinbuchstaben.
Stemming entfernt Suffixe von Wörtern, um einen gemeinsamen Wortstamm zu erhalten.
Lemmatisierung hingegen gruppiert verschiedene Formen eines Wortes, damit sie als ein
einziges Element analysiert werden können. Abschließend werden alle Wörter in Klein-
buchstaben umgewandelt, um sicherzustellen, dass sie nicht als unterschiedliche Wörter
betrachtet werden. Diese Schritte tragen dazu bei, die Textdaten weiter zu normalisieren
und eine einheitliche Basis für die nachfolgende Analyse zu schaffen.

Die Implementierung von BoW umfasst mehrere entscheidende Schritte [37].
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1. Tokenisierung:

Der Text wird in einzelne Wörter oder Tokens aufgeteilt, wobei dies durch einfaches
Aufteilen des Textes an Leerzeichen und das Entfernen von Interpunktion erfolgen
kann.

2. Erstellung des Vokabulars:

Ein Vokabular wird erstellt, indem alle einzigartigen Wörter im gesamten Textkorpus
erfasst werden.

3. Zuordnung von Häufigkeiten:

Für jedes Dokument wird ein Vektor erstellt, dessen Länge der Anzahl der einzigar-
tigen Wörter im Text entspricht, wobei jede Dimension den Häufigkeitswert eines
Wortes im Dokument repräsentiert.

Jetzt betrachten wir ein Beispiel für den Einsatz von BoW. Angenommen, wir haben die
folgenden drei Textdokumente:

• Dokument 1: “Maschinelles Lernen macht Spaß.”

• Dokument 2: “Natürliche Sprachverarbeitung ist ein Teilgebiet des maschinellen
Lernens.”

• Dokument 3: “Thomas spielt gern Fußball.”

Bevor wir die Wörter tokenisieren, möchten wir zunächst ein bereinigtes Vokabular erstel-
len. Hierbei entfernen wir zuerst alle Satzzeichen und die sogenannten “Stopwords” aus
unseren Textdokumenten. Anschließend wenden wir Lemmatisierung auf unsere Textdo-
kumente an und wandeln alle Wörter in Kleinbuchstaben um.

Nachdem unsere Textdokumente bereinigt wurden, erfolgt die Tokenisierung, bei der die
Textdokumente in einzelne Wörter aufgeteilt werden. Das Ergebnis dieses Prozesses sieht
wie folgt aus:

• Dokument 1: [“maschinell”, “lernen”, “macht”, “spaß”]

• Dokument 2: [“natürlich”, “sprachverarbeitung”, “ein”, “teilgebiet”, “maschinell”,
“lernen”]

• Dokument 3: [“thomas”, “spielt”, “gern”, “fußball”]

Im nächsten Schritt wird das Vokabular von den einzigartigen Tokens, die im Text vorkom-
men, aufgebaut.

• Vokabular: [“maschinell”, “lernen”, “macht”, “spaß”, “natürlich”, “sprachverarbei-
tung”, “ein”, “teilgebiet”, “thomas”, “spielt”, “gern”, “fußball”]
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Zuletzt wird das Bag-of-Words erstellt, indem wir für jedes Textdokument ein Vektor erstel-
len, wobei jede Dimension den Häufigkeitswert eines Wortes im Dokument repräsentiert.
In unserem Beispiel sieht es wie folgt aus:

maschinell lernen macht spaß natürlich sprachverarbeitung ein teilgebiet thomas spielt gern fußball
D 1 1 1 1 1 0 0 0 0 0 0 0 0
D 2 1 1 0 0 1 1 1 1 0 0 0 0
D 3 0 0 0 0 0 0 0 0 1 1 1 1

Das BoW-Modell kann weiter verbessert werden, indem man die TF-IDF (Term Frequency-
Inverse Document Frequency)-Gewichtung einführt. TF-IDF hebt die Bedeutung von Wör-
tern hervor, indem es nicht nur die Häufigkeit eines Wortes im Dokument berücksichtigt,
sondern auch, wie selten es im gesamten Korpus ist. Durch die Kombination von BoW und
TF-IDF wird eine aussagekräftigere und gewichtete Repräsentation der Textdaten erzielt,
wodurch relevante Begriffe betont und nicht aussagekräftige Begriffe reduziert werden.
Diese Verfeinerung des Modells trägt dazu bei, präzisere und kontextreichere Textanalysen
zu ermöglichen.

Im nächsten Abschnitt wird die Gewichtungsmethode TF-IDF genauer behandelt. Die
folgenden Erläuterungen werden die Schritte und Berechnungen von TF-IDF näher be-
leuchten, um ein klares Verständnis dieser Textanalysetechnik zu vermitteln.

Term Frequency-Inverse Document Frequency (TF-IDF)

TF-IDF, oder Term Frequency-Inverse Document Frequency, ist eine weitverbreitete
Textanalyse-Methode, die in verschiedenen Anwendungsbereichen ihre Anwendung findet.
Insbesondere wird sie in Suchmaschinenalgorithmen eingesetzt, um die Relevanz von
Dokumenten für bestimmte Suchanfragen zu bewerten. Durch die Kombination von lokaler
Begriffshäufigkeit im Dokument (TF) und globaler Seltenheit im gesamten Textkorpus
(IDF) ermöglicht TF-IDF eine präzise Gewichtung von Schlüsselbegriffen. Dies trägt nicht
nur dazu bei, relevante Dokumente in Suchergebnissen zu priorisieren, sondern findet
auch Anwendung in der Textklassifizierung, wo sie die Kategorisierung von Dokumenten
in verschiedene Themen oder Klassen unterstützt. Des Weiteren spielt TF-IDF eine ent-
scheidende Rolle im Bereich des Information Retrievals, indem es dazu beiträgt, relevante
Dokumente zu identifizieren und abzurufen. Durch diese Vielseitigkeit hat sich TF-IDF als
eine effektive Methode zur Analyse und Gewichtung von Textdaten etabliert.

Um die Methode anwenden zu können, sind die folgenden Begriffe und Funktionen wichtig
zu verstehen.

• Term Frequency (TF) misst die Häufigkeit eines bestimmten Wortes in einem Do-
kument. Sie wird berechnet, indem die Anzahl der Vorkommen eines Wortes im
Dokument durch die Gesamtanzahl der Wörter im Dokument geteilt wird. Die Idee
ist, die relative Wichtigkeit eines Wortes im Kontext des spezifischen Dokuments zu
erfassen.

TF (t, d) =
Anzahl der Vorkommen von Term t in Dokument d

Gesamtanzahl der Wörter in Dokument d
(2.1)
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• Inverse Document Frequency (IDF) bewertet die Seltenheit eines Wortes im gesamten
Korpus. Wörter, die in vielen Dokumenten auftreten, erhalten eine niedrige IDF,
während seltene Wörter eine höhere IDF haben. Diese Berechnung erfolgt durch das
Verhältnis der Gesamtanzahl der Dokumente im Korpus zur Anzahl der Dokumente,
die den spezifischen Begriff enthalten, logarithmisch skaliert.

IDF (t,D) = log

(
Gesamtanzahl der Dokumente in Korpus D

Anzahl der Dokumente, die Term t enthalten + 1

)
(2.2)

• Term Frequency-Inverse Document Frequency (TF-IDF) Bewertung wird durch die
Multiplikation von TF und IDF erreicht. Dies kombiniert die lokale Wichtigkeit eines
Wortes in einem Dokument mit seiner globalen Wichtigkeit im gesamten Korpus.

Das Ergebnis ist eine gewichtete Darstellung der Begriffe, die die Bedeutung eines
Begriffs im Kontext eines bestimmten Dokuments im Vergleich zur Seltenheit dieses
Begriffs im gesamten Korpus berücksichtigt. In der Praxis wird dies für jeden Begriff
in jedem Dokument berechnet und bildet eine Matrix von TF-IDF-Gewichtungen, die
die Textdaten repräsentiert.

TF − IDF (t, d,D) = TF (t, d)× IDF (t,D) (2.3)

Frequenzbasierte Modelle, darunter Bag-of-Words (BoW) und Term Frequency-Inverse Do-
cument Frequency (TF-IDF), bieten eine einfache Implementierung und sind effizient in der
Indizierung von Dokumenten, insbesondere für Suchmaschinen und Information-Retrieval-
Systeme. Diese Modelle ermöglichen eine globale Repräsentation von Dokumenten, was
in vielen Anwendungen ausreichend sein kann.

Obwohl frequenzbasierte Modelle aufgrund ihrer Einfachheit und weit verbreiteten An-
wendung einige Vorteile bieten, zeigen sie auch bestimmte Einschränkungen. Sie sind nicht
empfindlich gegenüber Wortreihenfolge und Kontext, was zu einem Verlust an semanti-
scher Tiefe führen kann. Die begrenzte Fähigkeit zur Erfassung von semantischen Nuancen
kann Probleme bei der Bewältigung von Synonymen und Polysemie mit sich bringen. Dar-
über hinaus erfordert die Verarbeitung großer Vokabulargrößen erhebliche Speicher- und
Rechenressourcen, was möglicherweise zu Einschränkungen in der Skalierbarkeit führt. Es
ist wichtig, diese Nachteile bei der Auswahl von Modellen für bestimmte Anwendungsfälle
zu berücksichtigen und alternative Ansätze wie verbesserte Gewichtungsmethoden oder
vorhersagebasierte Modelle in Betracht zu ziehen.

Spezifisch für TF-IDF besteht ein inhärentes Bias zugunsten seltener Begriffe. Darüber
hinaus fehlt eine automatische Normalisierung der Dokumentenlänge, was die Vergleich-
barkeit beeinträchtigen kann. Daher erfordert die Verwendung von frequenzbasierten
Modellen eine sorgfältige Abwägung der Vor- und Nachteile, um den spezifischen Anfor-
derungen der Anwendung gerecht zu werden. BM25 berücksichtigt die Dokumentenlänge
und stellt damit eine Alternative zu TF-IDF dar [29].

2.1.3 Vorhersagebasierte Modelle

Vorhersagebasierte Modelle sind eine Klasse von NLP-Modellen, die darauf abzielen,
Vorhersagen für verschiedene Aufgaben im Zusammenhang mit natürlicher Sprache zu
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treffen. Im Gegensatz zu regelbasierten Ansätzen, die explizite Regeln für die Verarbeitung
von Sprache verwenden, und frequenzbasierten Modellen, die auf der Häufigkeit von
Wörtern basieren, lernen vorhersagebasierte Modelle Muster und Zusammenhänge aus
Daten, um Vorhersagen zu treffen. Diese Modelle sind vielseitig einsetzbar und können
für Aufgaben wie Textklassifikation, Named Entity Recognition, Maschinelles Übersetzen
und vieles mehr eingesetzt werden.

Diese Modelle in der natürlichen Sprachverarbeitung bieten eine Flexibilität bei der Be-
wältigung verschiedener Aufgaben. Durch die Fähigkeit zur Erfassung komplexer Muster
in den Daten können sie vielseitig eingesetzt werden, um Vorhersagen auf Grundlage
von kontextuellen Informationen zu treffen. Ihr adaptives Lernen ermöglicht es diesen
Modellen, ihre Leistung im Laufe der Zeit zu verbessern, indem sie aus den bereitgestellten
Daten lernen.

Auf der anderen Seite erfordern vorhersagebasierte Modelle in der Regel umfangreiche
Trainingsdaten, um effektiv zu funktionieren. Dies kann insbesondere in Situationen mit
begrenzten Ressourcen eine Herausforderung darstellen. Darüber hinaus können diese
Modelle aufgrund ihrer komplexen Struktur rechenintensiv sein, was den Einsatz in res-
sourcenbeschränkten Umgebungen einschränken könnte. Ein weiterer Aspekt, der beachtet
werden muss, ist die Interpretierbarkeit, da vorhersagebasierte Modelle aufgrund ihrer
komplexen Struktur und ihres adaptiven Lernens manchmal schwer zu interpretieren sein
können, was in bestimmten Anwendungen eine Herausforderung darstellen könnte.

Nach einem Überblick über die Vor- und Nachteile von vorhersagebasierten Modellen
in der natürlichen Sprachverarbeitung widmet sich das folgende Kapitel, “Word Embed-
dings”, nun den verschiedenen Arten und Architekturen dieser Modelle. Besonders wird
auf die Unterscheidung zwischen statischen und kontextuellen Word Embeddings ein-
gegangen. Dieses Kapitel bietet einen detaillierten Einblick in Ansätze wie Word2Vec,
GloVe, fastText, sowie in kontextuelle Modelle wie LSTM, Transformers und BERT. Es
ist wichtig zu betonen, dass Word Embeddings eine Methode zur Repräsentation von Text
sind. Kontextuelle und statische Word Embeddings werden als “Nebenprodukt” von Klas-
sifizierungsaufgaben (z.B. Masked Language Modelling oder Next Sentence Prediction)
durch LSTMs oder Transformers trainiert. Zudem sind LSTMs, Transformers und BERT
allesamt Language Models. Trotz ihrer Gemeinsamkeiten ist es entscheidend, sie nicht
pauschal gleichzusetzen, da ihre Anwendungsbereiche und Trainingsmethoden variieren.
Die Vielfalt dieser Modelle und Architekturen spielt eine Schlüsselrolle bei der maschinen-
lesbaren Darstellung von Worten und beeinflusst maßgeblich die Leistungsfähigkeit von
NLP-Systemen.

2.2 Word Embeddings
Word Embeddings sind dichte, verteilte Vektoren fester Länge, die mithilfe von Wort-
Kookkurrenz-Statistiken gemäß der Verteilungshypothese erstellt werden [1]. Diese Vekto-
ren werden oft als Wortrepräsentationen betrachtet, die durch neuronale Netzwerke erlernt
werden. Im Wesentlichen handelt es sich bei Word Embeddings um kompakte Darstel-
lungen von Wörtern, die es ermöglichen, semantische Beziehungen zwischen Wörtern zu
erfassen.

Im Gegensatz zu klassischen Darstellungen wie Bag-of-Words (BoW), die auf der Häufig-
keit von Wörtern basieren, erfassen Word Embeddings die Bedeutung und den Kontext
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von Wörtern. Sie ermöglichen die Darstellung von Worten in einem mehrdimensionalen
Raum, in dem ähnliche Bedeutungen nahe beieinander liegen. Dieser Raum wird durch
die Gewichtung von Wörtern in Bezug auf ihre Verwendung in verschiedenen Kontexten
erstellt.

Die Generierung von Word Embeddings erfolgt durch das Training eines neuronalen
Netzwerks auf umfangreichen Textkorpora. Während dieses Trainings lernt das Netzwerk,
semantische Beziehungen zwischen Wörtern zu erfassen, indem es die umgebenden Wörter
in einem gegebenen Kontext analysiert. Dies bedeutet, dass das Netzwerk nicht nur das
einzelne Wort betrachtet, sondern auch die Wörter, die es umgeben und in welchem
Zusammenhang sie stehen. Durch die Berücksichtigung dieser Kontextinformationen kann
das Netzwerk ein tieferes Verständnis für die Bedeutung jedes Wortes entwickeln. Das
Ergebnis dieses Prozesses sind vektorbasierte Repräsentationen für jedes Wort. Diese
Vektoren sind im Grundprinzip multidimensionale numerische Darstellungen, die aus einer
Vielzahl von Gewichtungen für bestimmte Merkmale des Worts bestehen, die das Modell
während des Trainings erlernt hat. Die Länge und Form dieser Vektoren werden durch die
Architektur des neuronalen Netzwerks und die Parameter des Trainingsprozesses bestimmt.
Jeder Wert im Vektor trägt dazu bei, verschiedene Aspekte der Bedeutung des Worts zu
repräsentieren, wodurch komplexe semantische Informationen in einer effizienten und
maschinenlesbaren Form kodiert werden.

Diese Vektoren können in verschiedenen Ansätzen der natürlichen Sprachverarbeitung
eingesetzt werden. Word Embeddings haben sich als nützlich in einer Vielzahl von An-
wendungen erwiesen, darunter maschinelles Übersetzen, Textklassifizierung, Information
Retrieval und vieles mehr. Ihre Fähigkeit, komplexe Muster zu repräsentieren und seman-
tische Zusammenhänge zu erfassen, macht sie zu einem Schlüsselelement in modernen
NLP-Modellen.

Im folgenden Abschnitt werden statische Word Embeddings sowie verschiedene angewand-
te Methoden zur Generierung dieser Embeddings, wie Word2Vec, GloVe und FastText,
eingehend betrachtet. Die Funktionsweisen dieser Methoden werden detailliert erläutert.

2.2.1 Statische Word Embeddings
Statische Word Embeddings stellen Repräsentationen von Wörtern in einem Vektorraum
dar, die während des Trainingsprozesses generiert werden, beispielsweise durch Methoden
wie Continuous Bag of Words (CBOW). Nach der Generierung können diese Embeddings
extrahiert und als statische Repräsentationen in anderen Trainingsprozessen, wie etwa
bei der Klassifikation von Spam, genutzt werden. In solchen Anwendungen bleiben die
Embeddings im Allgemeinen statisch, auch wenn die Möglichkeit des Feintunings besteht.
Typischerweise werden sie jedoch im eingefrorenen Zustand verwendet.

Bei Statischen Word Embeddings, wie sie zum Beispiel in Word2Vec, GloVe (Global
Vectors for Word Representation) und fastText generiert werden, wird jedes Wort durch
einen festen Vektor repräsentiert. Diese Vektoren werden während des Trainings auf großen
Textkorpora erlernt und bleiben dann statisch, was bedeutet, dass bei Anwendung der Word
Embeddings die Repräsentation eines bestimmten Wortes unabhängig vom neuen Kontext
ist, in dem es erscheint.

Diese Modelle eignen sich gut für Aufgaben wie Wortähnlichkeitsberechnung und se-
mantische Ähnlichkeitsanalyse. Allerdings weisen sie eine Einschränkung auf, da sie die
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Bedeutungsnuancen von Polysemie und die Unterscheidung zwischen Homonymen nicht
erfassen können. Die festen Repräsentationen der Wörter berücksichtigen nicht den varia-
blen Kontext, was in einigen Anwendungen, im Bereich NLP, zu Limitierungen führen
kann, da diese Modelle Schwierigkeiten haben, die vielfältigen Bedeutungen und Kontexte
einzelner Wörter präzise zu erfassen.

Die beschriebenen Methoden zur Erzeugung statischer Word Embeddings, wie Word2Vec
[19], GloVe (Global Vectors for Word Representation) [25] und fastText [2], repräsentieren
verschiedene Ansätze zur Abbildung der semantischen Struktur von Wörtern in einem
Vektorraum. Jedes dieser Modelle bringt individuelle Merkmale und Funktionsweisen
mit sich. Im Weiteren werden wir detailliert auf jede dieser Methoden eingehen, ihre
Unterschiede erläutern und einen tieferen Einblick in ihre Funktionsweise bieten.

Word2vec

Word2Vec stellt einen Algorithmus im Bereich des maschinellen Lernens dar, der dazu
verwendet wird, Word Embeddings zu erstellen, welche numerische Darstellungen von
Wörtern ermöglichen. Entwickelt von Tomas Mikolov und seinem Team bei Google im
Jahr 2013, zielt word2vec darauf ab, die semantische Bedeutung von Wörtern zu erfassen.
Der Ansatz dieses Algorithmus beruht auf der Annahme, dass Wörter, die in vergleichbaren
Kontexten auftreten, tendenziell auch ähnliche Bedeutungen aufweisen.

Um dies zu erreichen, verwendet word2vec den umgebenden Kontext eines Wortes inner-
halb eines großen Textkorpus, um für jedes Wort eine mehrdimensionale Vektordarstellung
zu erlernen. Diese Vektoren ermöglichen es, semantische Beziehungen zwischen Wörtern
zu erfassen, was in verschiedenen natürlichen Sprachverarbeitungsaufgaben nützlich ist. Es
existieren zwei wesentliche Arten von word2vec-Modellen: das Continuous Bag-of-Words
(CBOW) und das Skip-gram Modell.

Word2vec - Skip-gram Modell

Die erste Architektur ist das Skip-gram Modell [19]. Das Modell zielt darauf ab, aus
einem gegebenen Wort den umgebenden Kontext vorherzusagen. Dies führt dazu, dass das
Modell eine Darstellung des zentralen Wortes erlernt, die seine semantische Bedeutung
gut repräsentiert.

Die Funktionsweise des Skip-gram Modells besteht darin, eine Eingabe von einem zen-
tralen Wort zu nehmen und die Wahrscheinlichkeiten für die umgebenden Wörter zu
berechnen. Die Gewichte der Modellparameter werden dann durch Optimierung angepasst,
um die vorhergesagten Wahrscheinlichkeiten den tatsächlichen Kontextwörtern anzupassen.
Dieser Prozess ermöglicht es dem Modell, semantische Ähnlichkeiten zwischen Wörtern
zu erfassen, da Wörter mit ähnlichen Kontexten ähnliche Vektordarstellungen haben.

Das Skip-Gram-Modell wird darauf trainiert, die Wahrscheinlichkeit vorherzusagen, dass
bestimmte Wörter in dem Kontext eines gegebenen Zielwortes erscheinen. Dabei ist das
Ziel des Trainings, den Verlust, entsprechend Gleichung 2.4, zu reduzieren.

Jθ =
1

T
·

T∑
t=1

∑
−n≤j≤n,n̸=0

log p(wt+j|wt) (2.4)
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Wobei T die Länge des Textes in der Instanz, n die Fenstergröße und wt das Wort am
Index t ist. Die Wahrscheinlichkeit des Wortes wt+j unter der Bedingung des Wortes wt,
ausgedrückt als p(wt+j|wt) wird gemäß Gleichung 2.5 berechnet.

p(wt+j|wt) =
exp(v⊤wt

v
′
wt+j

)∑
wi∈V exp(v⊤wt

v′
wi
)

(2.5)

Abbildung 2.1: Word2vec - Skip-Gram Modell. Quelle: [42]

Das Training eines Skip-Gram-Modells erfolgt durch eine neuronale Netzwerkarchitektur,
wie in Abbildung 2.1 dargestellt. Im Folgenden werden die verschiedenen Schichten des
Netzwerks beschrieben.

• Der Input-Layer verfügt über einen One-Hot-Vektor x⃗ für das Eingangswort. Wenn die
Vokabularlänge V beträgt, hat der One-Hot-Eingabevektor eine 1 am entsprechenden
Index des Worts und 0 an den anderen Indizes.

• Der Hidden-Layer hat lineare Neuronen ohne Aktivierungsfunktion. Dieser Layer
wird durch eine Einbettungsmatrix W der Größe V x N repräsentiert, wobei N die
beabsichtigte Anzahl der Merkmale (oder Dimensionen) der Word Embeddings ist.
Dies ist ein Hyperparameter, den man einstellen kann und der in der Regel auf 300 für
Word2Vec-Embeddings gesetzt wird.

• Der Output-Layer liefert einen Wahrscheinlichkeitsvektor y⃗ . Jeder Eintrag dieses Vek-
tors repräsentiert die Wahrscheinlichkeit, dass das entsprechende Wort im Vokabular
das Kontextwort des Eingangsworts ist. Die Spalten in W ’ kodieren den Kontext für
jedes Wort im Vokabular. Diese Matrix unterscheidet sich immer noch von W , das die
Vokabularwörter in seinen Zeilen hat.

Word2vec - CBOWModell

Die zweite Architektur ist das Continuous Bag-of-Words (CBOW) Modell [19]. Im Gegen-
satz zum Skip-gram zielt das CBOW Modell darauf ab, das Zielwort aus dem gegebenen
Kontext zu erraten.
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In CBOW erfolgt die Vorhersage durch eine ähnliche, aber invertierte Architektur im
Vergleich zu Skip-Gram. Hier werden die umgebenden Wörter (Kontext) als Eingabe in
das Modell eingebracht, und das Zielwort wird als Ausgabe generiert. Das Modell wird
darauf trainiert, aus dem gegebenen Kontext das fehlende Zielwort zu rekonstruieren.

Beim Training des CBOW Modells ist das Ziel, den Verlust, gemäß Gleichung 2.6, zu
reduzieren, und die Wahrscheinlichkeit von dem Zielwort nach Gleichung 2.5 zu berechnen.

Die Architektur von CBOW ist ähnlich der von Skip-gram. Wie in Abbildung 2.2 darge-
stellt, dienen mehrere Kontextwörter als One-Hot-Eingabevektoren für das CBOW-Modell
im Input-Layer. Der Eingangsvektor dieser Wörter wird mit der Einbettungsmatrix W
multipliziert und anschließend gemittelt.

Im Gegensatz zum Skip-Gram-Modell, das mehrere Ausgabeneuronen im Output-Layer hat
(eins für jedes Kontextwort), besitzt das CBOW-Modell nur ein Ausgabeneuron, das dem
Zielwort entspricht. Die Aktivierungsfunktion in der Ausgabe ist die Softmax-Funktion,
die die Wahrscheinlichkeiten für verschiedene Wörter im Vokabular liefert.

Abbildung 2.2: Word2vec - Continuous Bag-of-Words Modell. Quelle: [42]

Jθ =
1

T
·

T∑
t=1

∑
−n≤j≤n,n ̸=0

log p(wt|wt−n, ..., wt−1, wt+1, ..., wt+n) (2.6)

CBOW bietet eine effiziente Trainingsmethode, da es ein Wort basierend auf mehreren
Kontextwörtern vorhersagt. Diese Methode eignet sich besonders gut für häufig vor-
kommende Wörter im Datensatz. In einem großen Korpus mit einer großen Anzahl von
Wort-Einbettungsdimensionen erzielt das Skip-gram-Modell die höchste Leistung in Bezug
auf die Gesamtgenauigkeit. Allerdings ist CBOW weniger rechenaufwändig (und daher
mehrere Male schneller zu trainieren) und liefert ähnliche Ergebnisse wie das Skip-gram-
Modell [19].
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Global Vectors (GloVe)

GloVe, oder Global Vectors entwickelt von Pennington et al. [25], stellt eine innovative
Methode zur Darstellung von Word Embeddings dar. Im Gegensatz zu Word2Vec integriert
GloVe nicht nur lokale Kontextinformationen, sondern berücksichtigt auch globale co-
occurrence-Statistiken des Textkorpus.

Die globale co-occurrence-Statistik umfasst die statistische Analyse der gemeinsamen
Vorkommen von Wörtern im gesamten Textkorpus. Hierbei erfasst GloVe nicht nur die
Häufigkeit, mit der bestimmte Wörter zusammen auftreten, sondern nutzt diese globalen
Statistiken, um präzise semantische Beziehungen zwischen Wörtern zu modellieren. Durch
diese ganzheitliche Betrachtung des gesamten Korpus gelingt es GloVe, nicht nur die
Nähe von Wörtern im lokalen Kontext, sondern auch ihre globalen Verbindungen effektiv
einzubeziehen. Diese integrierte Analyse ermöglicht es GloVe, eine umfassende und
aussagekräftige Repräsentation von Wortbedeutungen zu generieren, die besonders bei
komplexen semantischen Analysen und Wortanalogieaufgaben effektiv eingesetzt werden
kann.

FastText

Eine weitere Methode namens fastText, entwickelt von Bojanowski et al. [2], ist eine Me-
thode zur Generierung von statischen Word Embeddings. Im Gegensatz zu traditionellen
Modellen ignoriert fastText nicht die Morphologie von Wörtern, sondern berücksichtigt
sie durch die Anwendung des Skip-Gram-Modells auf der Ebene von Subwörtern. Diese
innovative Herangehensweise ermöglicht es FastText, Wörter in kleinere Subwörter zu zer-
legen und Vektoren für Wörter basierend auf der Summe ihrer Subwort-Repräsentationen
zu erstellen. Dieser Ansatz ist besonders vorteilhaft für Sprachen mit großen Vokabularen
und vielen seltenen Wörtern.

Die Funktionsweise von FastText umfasst eine Skip-Gram-Architektur, bei der Wörter in
Subwörter aufgeteilt werden, um eine umfassendere Repräsentation zu ermöglichen. Die
Architektur besteht aus einem Input-Layer, der die One-Hot codierte Eingabevektoren von
Wörtern oder Subwörtern verwendet, einem Hidden-Layer, der die Vektoren der Subwörter
summiert, und einem Output-Layer, der den Softmax-Mechanismus zur Berechnung
der Wahrscheinlichkeit von Wörtern oder Subwörtern im Kontext nutzt. Diese Methode
ermöglicht es FastText, nicht nur die Bedeutung vollständiger Wörter, sondern auch von
Teilen dieser Wörter zu erfassen.

Die Effizienz von fastText zeigt sich in seiner Schnelligkeit bei der Modelltrainingszeit
und der Fähigkeit, aussagekräftige Wortrepräsentationen für Wörter zu generieren, die
nicht im Trainingsdatensatz erschienen sind. Die Evaluation von fastText anhand von
neun verschiedenen Sprachen, sowohl in Wortähnlichkeits- als auch Analogieaufgaben,
demonstriert die überlegene Leistung im Vergleich zu anderen morphologischen Wortre-
präsentationsansätzen. Diese Ergebnisse unterstreichen die Relevanz und Effektivität von
fastText, insbesondere für die Verarbeitung von Sprachen mit komplexer Morphologie und
großen Vokabularen.

Probleme mit Statischen Word Embeddings

Statische Word Embeddings, obwohl sie bei vielen natürlichen Sprachverarbeitungsaufga-
ben die damaligen Benchmarks übertroffen haben, stehen vor Herausforderungen, insbe-
sondere im Umgang mit polysemen Worten. Die Einschränkung eines Wortes auf einen
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einzelnen reellen Vektor erweist sich als problematisch, wenn es um Wörter mit mehreren
Bedeutungen geht. Zum Beispiel erlernt ein statisches Einbettungsmodell einen einzigen
Vektor für das Wort “apple”, unabhängig davon, ob es im Kontext von Früchten, Unterneh-
men oder elektronischen Produkten erscheint. Versuche, die Polysemie bei der Darstellung
von Text mit statischen Word Embeddings zu lösen, erforderten erheblichen Aufwand.

Trotz dieser Bemühungen bleibt die effizientere Methode zur Lösung von Polysemie und
zur Erfassung der Semantik einer Sprache darin, Word Embeddings abhängig vom Kontext
zu erlernen. Kontextuelle Word Embeddings bieten eine Lösung, indem sie die Bedeu-
tung von Wörtern in Abhängigkeit von ihrem Kontext variieren lassen. Im Gegensatz zu
statischen Modellen, die den Kontext nicht explizit berücksichtigen, ermöglichen kontextu-
elle Word Embeddings eine dynamische Anpassung an verschiedene Bedeutungen und
Kontexte. Diese Fähigkeit zur kontextbezogenen Repräsentation trägt dazu bei, die Heraus-
forderungen im Umgang mit Polysemie zu überwinden und die semantische Vielfalt von
Wörtern präziser zu erfassen. Infolgedessen eröffnen kontextuelle Word Embeddings neue
Perspektiven für eine genauere und flexiblere Repräsentation von Wörtern in natürlicher
Sprachverarbeitung.

2.2.2 Kontextuelle Word Embeddings

Kontextuelle Word Embeddings sind eine Fortentwicklung von statischen Word Embed-
dings, die darauf abzielen, die Bedeutung von Wörtern im Kontext ihres Satzes oder
Dokuments besser zu erfassen. Im Gegensatz zu statischen Embeddings, die für jedes
Auftreten eines Wortes denselben Vektor liefern, können kontextuelle Embeddings je nach
ihrer Verwendung im Satz variieren. Dies ermöglicht es, die verschiedenen Bedeutungen
eines Wortes in unterschiedlichen Kontexten zu berücksichtigen.

Die bekanntesten Modelle für kontextuelle Word Embeddings sind LSTM (Long Short-
Term Memory), Transformers und BERT (Bidirectional Encoder Representations from
Transformers). Diese Modelle verwenden unterschiedliche Architekturen und Techniken,
um die Kontextabhängigkeit von Wortbedeutungen zu modellieren.

LSTM ist ein Rekurrentes Neuronales Netzwerk (RNN), das in der Lage ist, langfristige
Abhängigkeiten in Sequenzen zu erfassen. Transformers hingegen verwenden eine auf-
merksamkeitsbasierte Architektur, die es ermöglicht, sich auf relevante Teile des Kontexts
zu konzentrieren. BERT, ein auf Transformers basierendes Modell, nutzt bidirektionale
Aufmerksamkeit und Maskierungstechniken, um eine umfassende Kontextrepräsentation
zu erzeugen.

Im folgenden Abschnitt werden diese Modelle im Detail erläutert, ihre Architekturen,
Funktionsweisen und Anwendungen werden detailliert betrachtet.

Long Short-Term Memory

Long Short-Term Memory oder LSTM ist eine spezielle Form von Rekurrenten Neuronalen
Netzwerken (RNNs), die entwickelt wurde von Hochreiter und Schmidhuber [11], um die
Herausforderungen von langfristigen Abhängigkeiten in sequenziellen Daten zu bewältigen.
RNNs können Muster in Datensequenzen erkennen, indem sie den aktuellen Wert unter
Berücksichtigung seiner Position in der Sequenz vorhersagen. Jedoch neigen herkömmliche
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RNNs dazu, kurzfristige Informationen gut zu bewahren, aber bei längeren Sequenzen
nimmt ihre Fähigkeit, relevante Kontexte aufrechtzuerhalten, ab.

Um ein fundiertes Verständnis für die Architektur und Funktionsweise von Long Short-
Term Memory (LSTM) zu erlangen, ist es zunächst entscheidend, Recurrent Neural Net-
works (RNNs) zu durchdringen. Hierzu bedarf es einer klaren Vorstellung davon, wie
herkömmliche Feedforward-Neuronale Netze aufgebaut sind. In diesen Netzen ist jedes
Neuron, wie in Abbildung 2.3 zu sehen ist, im Hidden Layer sowohl mit den Neuronen der
vorherigen Schicht als auch mit den Neuronen der nachfolgenden Schicht verbunden. Die
Übertragung des Outputs eines Neurons erfolgt ausschließlich vorwärts, niemals rückwärts
zu einem Neuron derselben oder vorherigen Schicht – daher der Begriff “Feedforward”.

Abbildung 2.3: Architektur Feedforward vs. Rekurrente Neuronale Netze. Quelle: [24]

Rekurrente Neuronale Netze unterscheiden sich grundlegend. Wie in Abbildung 2.3 gezeigt,
kann der Output eines Neurons als Input für eine vorherige oder aktuelle Schicht dienen.
Dieser Ansatz ähnelt stärker der Funktionsweise unseres Gehirns und ermöglicht es,
Schritte unmittelbar vorheriger Berechnungen zu berücksichtigen, um das Gesamtergebnis
zu verbessern.

Diese Struktur macht RNNs besonders geeignet für Anwendungen, bei denen ein Verständ-
nis für vorangegangene Berechnungsschritte erforderlich ist. Es ermöglicht, Kontextinfor-
mationen über längere Sequenzen hinweg zu bewahren und ist daher in der Lage, Muster
in zeitlich geordneten Daten wie Sprachsequenzen oder Zeitreihen zu erkennen.

Das Problem von Rekurrenten Neuronalen Netzwerken liegt darin, dass sie zwar über
ein Kurzzeitgedächtnis verfügen, um vorherige Informationen im aktuellen Neuron zu
bewahren. Diese Fähigkeit nimmt jedoch rapide ab, insbesondere bei längeren Sequenzen.
Als Lösung für dieses Problem wurden LSTM-Modelle eingeführt, um die Speicherung
vergangener Informationen über einen längeren Zeitraum zu ermöglichen.

Bei Rekurrenten Neuronalen Netzwerken werden vorherige Daten einfach in ihrem “Kurz-
zeitgedächtnis” abgelegt. Sobald der Speicher erschöpft ist, werden die am längsten erhal-
tenen Informationen gelöscht und durch neue Daten ersetzt. Das LSTM-Modell versucht,
dieser Herausforderung zu begegnen, indem es ausgewählte Informationen im Langzeitge-
dächtnis bewahrt. Dieses Langzeitgedächtnis wird im sogenannten Zellzustand (Cell State)
abgelegt. Darüber hinaus gibt es den Hidden State, in dem kurzfristige Informationen
aus den vorherigen Berechnungsschritten gespeichert sind. Der Hidden State fungiert
als Kurzzeitgedächtnis des Modells. Daher erklärt sich auch der Name Long Short-Term
Memory Netzwerk.
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In jedem Berechnungsschritt der LSTM-Architektur wie in Abbildung 2.4 dargestellt,
werden der aktuelle Input x(t), der vorherige Zustand des Kurzzeitgedächtnisses c(t− 1)
und der vorherige Zustand des Hidden States h(t− 1) genutzt.

Abbildung 2.4: LSTM Architektur. Quelle: [20]

• Im Forget Gate wird determiniert, welche aktuellen und vorherigen Informationen
beibehalten und welche verworfen werden sollen. Hierbei fließen der Hidden State
h(t − 1) aus dem vorherigen Schritt und der aktuelle Input x(t) ein. Diese Werte
werden einer Sigmoid-Funktion zugeführt, die ausschließlich Werte zwischen 0 und
1 produziert. Eine Ausgabe von 0 bedeutet, dass vorherige Informationen vergessen
werden können, während eine Ausgabe von 1 bedeutet, dass die vorherigen Infor-
mationen beibehalten werden sollen. Die Ergebnisse dieser Operation werden mit
dem aktuellen Cell State multipliziert, wodurch unwichtige Erkenntnisse, die mit 0
multipliziert werden, vernachlässigt werden.

• Im Input Gate wird bewertet, wie bedeutsam der aktuelle Input für die Lösung der
Aufgabe ist. Hierbei wird der aktuelle Input mit dem Hidden State und der Weight
Matrix des vorherigen Schritts multipliziert. Alle als wichtig erachteten Informa-
tionen im Input Gate werden dann mit dem Cell State addiert, um den neuen Cell
State c(t) zu bilden. Dieser neue Cell State repräsentiert den aktuellen Stand des
Langzeitgedächtnisses und wird im nächsten Schritt verwendet.

• Im Output Gate wird der Wert des neuen Hidden States h(t) reguliert und berechnet.
Dieser Zustand enthält Informationen über vorherige Inputs. Zunächst werden die Wer-
te des aktuellen Inputs x(t) und des Hidden States h(t−1) aus dem vorherigen Schritt
in die dritte Sigmoid-Funktion eingegeben. Anschließend wird der neue Cell State c(t),
der aus dem vorherigen Cell State c(t− 1) generiert wurde, durch die tanh-Funktion
geleitet. Beide Ausgaben werden elementweise miteinander multipliziert. Basierend
auf dem endgültigen Wert entscheidet das Netzwerk, welche Informationen der neue
Hidden State tragen soll. Dieser Hidden State wird für Vorhersagen verwendet.

Schließlich werden der neue Cell State und der neue Hidden State zum nächsten
Berechnungsschritt übertragen.
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Zusammenfassend bestimmt das Forget Gate, welche relevante Information aus den vorhe-
rigen Schritten benötigt wird. Das Input Gate entscheidet, welche relevante Information
aus dem aktuellen Schritt hinzugefügt werden kann, und das Output Gate finalisiert den
nächsten Hidden State.

Transformers

Die Transformer-Architektur stellt eine bedeutende Weiterentwicklung im Bereich des
maschinellen Lernens dar und hat insbesondere im Bereich der natürlichen Sprachverar-
beitung (NLP) beeindruckende Erfolge erzielt. Entwickelt von Vaswani et al. [38] im Jahr
2017, hebt sich der Transformer durch seine Fähigkeit zur effizienten Verarbeitung von
langen Sequenzen hervor. Dies steht im starken Kontrast zu traditionellen Rekurrenten
Neuronalen Netzwerken (RNNs) und Long Short-Term Memory Networks (LSTM), die
mit wachsender Sequenzlänge Schwierigkeiten bei der Bewältigung langfristiger Abhän-
gigkeiten aufweisen.

Langfristige Abhängigkeiten stellen eine zentrale Herausforderung dar, insbesondere in
Anwendungen, in denen der Kontext über längere Zeiträume hinweg relevant ist, wie zum
Beispiel in der Analyse von Texten oder der Übersetzung von Sätzen. RNNs und LSTMs,
die auf wiederholten Schleifen basieren, können mit zunehmender Sequenzlänge anfällig
für das Verschwinden oder Explodieren von Gradienten werden. Gradienten sind im Kon-
text von neuronalen Netzwerken Ableitungen der Verlustfunktion nach den Gewichten des
Netzwerks und zeigen an, wie stark sich der Fehler ändert, wenn sich die Gewichte ändern.
Diese Gradienten werden typischerweise durch den Backpropagation-Algorithmus berech-
net, der den Fehler durch das Netzwerk rückwärts propagiert und dabei die Kettenregel der
Differentialrechnung anwendet. Wenn diese Gradienten entweder sehr klein werden (Ver-
schwinden) oder exponentiell ansteigen (Explodieren), beeinflusst dies die Aktualisierung
der Gewichte während des Gradientenabstiegsprozesses. Dies kann dazu führen, dass die
Gewichte nicht effektiv trainiert werden und das Modell möglicherweise keine sinnvollen
oder konsistenten Vorhersagen trifft, was wiederum die Fähigkeit zur Modellierung von
langfristigen Zusammenhängen erheblich beeinträchtigt. In dieser Hinsicht revolutioniert
der Transformer-Ansatz die Landschaft des maschinellen Lernens, indem er auf Aufmerk-
samkeitsmechanismen basiert und somit eine effiziente Verarbeitung von langen Sequenzen
ermöglicht. Die Unterschiede zwischen RNN- und Transformer-basierten Sprachmodellen
werden in der Tabelle 2.1 verdeutlicht. In diesem Kontext werden wir uns genauer mit den
Grundprinzipien und dem Aufbau der Transformer-Architektur auseinandersetzen.

Die Transformer-Architektur setzt sich hauptsächlich aus zwei essenziellen Komponenten
zusammen: dem Encoder-Block (linke Seite in Abbildung 2.5) und dem Decoder-Block
(rechte Seite in Abbildung 2.5). Eine vollständige Transformer-Architektur kann durch
die Stapelung mehrerer solcher Blöcke erreicht werden. Jeder Block besteht aus mehreren
identischen Schichten. Der Encoder-Block nimmt die Input-Sequenz und besteht aus einer
Multi-Head-Attention-Schicht, gefolgt von einer Feedforward-Schicht und einer Add-&-
Norm-Schicht. Der Decoder-Block setzt sich aus einer Masked-Multi-Head-Attention-
Schicht, einer Multi-Head-Attention-Schicht und einer Feedforward-Schicht zusammen,
jeweils gefolgt von einer Add & Norm-Schicht. Über dem letzten Decoder-Block befinden
sich zudem eine lineare Schicht und eine Softmax-Schicht [14].
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Tabelle 2.1: Unterschiede RNN- vs. Transformer-basierte Sprachmodelle [34].

RNN-basierte Sprachmodelle Transformer mit Aufmerk-
samkeitsmechanismus

Abhängigkeiten Langfristige Abhängigkeiten
sind problematisch.

Die Aufmerksamkeit im Trans-
former hilft dem Decoder, die
verschiedenen Token im Enco-
der unterschiedlich zu gewich-
ten. Dadurch werden Abhängig-
keiten kürzer.

Trainingsschritte Höhere Anzahl an Trainings-
schritten.

Geringere Anzahl von Trai-
ningsschritten.

Parallele Berech-
nung

Die sequentielle Natur oder
Wiederholungen im Modell ver-
hindern parallele Berechnun-
gen.

Es gibt keine Wiederholungen
im Modell, wodurch parallele
Berechnung ermöglicht wird.

Gradienten Das Modell leidet unter dem
Verschwinden und der Explosi-
on des Gradienten.

Es gibt kein Verschwinden oder
Explodieren des Gradienten im
Modell.

Jetzt betrachten wir kurz die einzelnen Komponenten und Schichten der Encoder- und
Decoder-Blöcke der Architektur, um zu verstehen, wie sie aufgebaut sind und zusammen
funktionieren.

Encoder-Block des Transformers

Im Transformer-Modell hat der Encoder die Aufgabe, die Input-Sequenz zu verarbeiten
und eine repräsentative, kontextreiche Darstellung (Word Embedding) dieser Sequenz zu
erstellen. Der Encoder besteht aus einer Stapelung von identischen Blöcken, und jeder
Block enthält mehrere Schichten.

• Input Embedding und Positional Encoding
Der erste Schritt im Transformer-Prozess besteht darin, die Wörter der Input-Sequenz
in sogenannte Word Embeddings [19] umzuwandeln und diese Word Embeddings
durch sogenannte Positional-Encoding-Vektoren anzureichern (siehe Abbildung 2.6).
Im Encoder wird dieser Prozess, bei dem die Wörter der Input-Sequenz in Word
Embeddings umgewandelt werden, als Input Embedding bezeichnet [14].

Durch diesen Schritt werden die Wörter der Input-Sequenz in eine erste vom Trans-
former “lesbare” und zu verarbeitende Repräsentation umgewandelt und diese Reprä-
sentation wird zusätzlich um Informationen zur Position der einzelnen Wörter in der
Input-Sequenz ergänzt [14].

• Multi-Head-Attention- und Feedforward-Schicht
Nachdem die Word-Embeddings erstellt und mit Positional Encoding-Vektoren ange-
reichert wurden, erfolgt die Zuführung dieser Vektoren zunächst in eine Multi-Head-
Attention-Schicht (siehe Abbildung 2.7). Attention ist ein Mechanismus, der es einem
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Abbildung 2.5: Transformer-Architektur. Quelle: [38]

Abbildung 2.6: Input Embedding und Positional Encoding. Quelle: [38]

Abbildung 2.7: Multi-Head-Attention- und Feedforward-Schicht. Quelle: [38]
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neuronalen Netzwerk ermöglicht, selektiv auf bestimmte Teile der Eingabedaten zu fo-
kussieren, während es eine Ausgabe generiert. Dieser Fokus wird durch Gewichtungen
gesteuert, die für jedes Element der Eingabe berechnet werden. Anders ausgedrückt,
gewichtet Attention bestimmte Teile der Eingabesequenz unterschiedlich, wobei der
Fokus auf denjenigen Teilen liegt, die für die aktuelle Berechnung am relevantesten
sind. Eine Attention-Funktion kann beschrieben werden als die Zuordnung einer
Abfrage und einer Menge von Schlüssel-Wert-Paaren zu einer Ausgabe, wobei die
Abfrage, Schlüssel, Werte und Ausgabe alle Vektoren sind. Die Ausgabe wird als
gewichtete Summe der Werte berechnet, wobei das Gewicht, das jedem Wert zugewie-
sen wird, durch eine Kompatibilitätsfunktion der Abfrage mit dem entsprechenden
Schlüssel berechnet wird [38]. Es gibt verschiedene Arten von Attention. Zwei davon
sind wie in Abbildung 2.8 zu sehen ist, Scaled Dot-Product Attention und Multi-Head
Attention.

Bei Scaled Dot-Product Attention besteht die Eingabe aus Abfragen und Schlüsseln
der Dimension dk sowie Werten der Dimension dv. Wir berechnen das Skalarprodukt
der Abfrage mit allen Schlüsseln, teilen jedes durch

√
dk und wenden eine Softmax-

Funktion an, um die Gewichtungen auf den Werten zu erhalten.

In der Praxis wird die Attention-Funktion gleichzeitig für eine Menge von Abfragen,
die zu einer Matrix Q zusammengefasst werden, berechnet. Die Schlüssel und Werte
werden ebenfalls zu Matrizen K und V zusammengefasst. Die Matrix der Ausgaben
wird wie folgt berechnet [38]:

Attention(Q,K, V ) = softmax

(
QKT

√
dk

)
V (2.7)

Vaswani et al. [38] haben mit Multi-Head Attention festgestellt, dass es vorteilhaft
ist, anstatt eine einzelne Attention-Funktion mit dmodel-dimensionalen Schlüsseln,
Werten und Abfragen durchzuführen, die Abfragen, Schlüssel und Werte h-mal mit
verschiedenen, erlernten linearen Projektionen auf dq-, dk- und dv-Dimensionen zu
projizieren. Anschließend wird die Attention-Funktion parallel auf diesen projizierten
Versionen von Abfragen, Schlüsseln und Werten durchgeführt, was dv-dimensionale
Ausgabewerte ergibt. Diese werden konkateniert und erneut projiziert, was zu den
endgültigen Werten führt, wie in Abbildung 2.8 dargestellt.

Multi-Head-Attention ermöglicht es dem Modell, gleichzeitig auf Informationen aus
verschiedenen Repräsentationsräumen an verschiedenen Positionen zu achten. Mit
einem einzigen Aufmerksamkeitskopf wird dies durchschnittlich unterbunden.

MultiHead(Q,K, V ) = Concat(head1, . . . , headh)W
O

wobei headi = Attention(QWQ
i , KWK

i , V W V
i )

(2.8)

Wobei die Projektionen Parametermatrizen sind:

WQ
i ∈ Rdmodel×dk , WK

i ∈ Rdmodel×dk , W V
i ) ∈ Rdmodel×dv und WO ∈ Rh×dv×dmodel .

In dieser Schicht wird mithilfe von Attention-Mechanismen die Beziehung zwischen
den Wörtern oder Tokens modelliert. Die Multi-Head-Implementation ermöglicht eine
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parallele Verarbeitung durch verschiedene Aufmerksamkeitsköpfe, die unterschiedli-
che Gewichtungen lernen, um vielfältige Beziehungen zu erfassen. Die Ergebnisse die-
ser Köpfe werden kombiniert, um eine umfassende Repräsentation der Input-Sequenz
zu erhalten. Dieser Prozess trägt dazu bei, relevante Informationen zu betonen und
komplexe Abhängigkeiten zwischen den Tokens zu modellieren.

Abbildung 2.8: (links) Scaled Dot-Product Attention, (rechts) Multi-Head Attention,
bestehend aus mehreren parallel laufenden Aufmerksamkeitsschichten Quelle: [38]

Anschließend durchläuft die Repräsentation die Feedforward-Schicht. In dieser Schicht
wird für jedes Token ein einfaches, vollständig vernetztes Feedforward-Netzwerk
durchlaufen, das durch nichtlineare Aktivierungsfunktionen geht. Die Feed-Forward-
Schicht unterstützt die Modellierung komplexer nichtlinearer Beziehungen und trägt
zur Reduzierung der Dimensionalität bei. Diese Schicht spielt eine entscheidende
Rolle bei der Weiterverarbeitung und Hervorhebung wichtiger Merkmale in der Re-
präsentation.

• Residualverbindungen und Add & Norm-Schicht
In der Add & Norm-Schicht im Transformer-Modell spielen Residualverbindun-
gen [10] eine zentrale Rolle. Diese Verbindungen, auch als skip- oder shortcut connec-
tions bekannt, dienen dazu, den Informationsfluss zu erleichtern und das Training zu
stabilisieren, insbesondere in tiefen neuronalen Netzen. Bei jeder Residualverbindung
wird eine Kopie der Matrix erstellt, die in der nachfolgenden Multi-Head-Attention-
oder Feed-Forward-Schicht verarbeitet wird. Diese Kopie wird in unverarbeiteter
Form um die jeweilige Schicht herumgeführt, während die originale Matrix die übli-
chen Verarbeitungsschritte in der Multi-Head-Attention- oder Feedforward-Schicht
durchläuft [14].

In der Add & Norm-Schicht werden die durch die vorherige Schicht verarbeitete
Matrix und die per Residualverbindung um die vorherige Schicht herumgeführte Ma-
trixkopie wieder zusammengeführt [14]. Dies geschieht durch eine einfache Addition
(Add) der beiden Matrizen. Nach der Addition durchlaufen die kombinierten Matrizen
eine Schichtnormalisierung (Layer Normalization, Norm), bei der die Aktivierungen
über die Feature-Dimensionen hinweg normalisiert werden. Diese Kombination aus
Addition und Normalisierung in der Add & Norm-Schicht trägt zur Stabilisierung der
Gradienten während des Trainings bei, optimiert das Training von tiefen neuronalen
Netzen und ermöglicht den effektiven Informationsfluss durch das Modell [14].
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Abbildung 2.9: Residualverbindungen und Add & Norm-Schicht. Quelle: [38]

Decoder-Block des Transformers

Der Decoder-Block im Transformer ist für die Generierung der Ausgabe in einer Sequenz-
zu-Sequenz-Aufgabe verantwortlich. Im Gegensatz zum Encoder, der für die Verarbeitung
der Input-Sequenz zuständig ist, konzentriert sich der Decoder auf die Erzeugung der
Output-Sequenz.

• Output Embedding und Positional Encoding
Der Decoder wird durch ein Start-Token initialisiert [38]. Dieses Token zeigt dem
Decoder an, dass er mit der Generierung einer zielsprachlichen Output-Sequenz begin-
nen soll. Das Start-Token belegt die erste Position in dieser Output-Sequenz, und die
eigentlichen Wörter der Output-Sequenz werden um eine Position nach rechts verscho-
ben [14]. Das Token wird durch die Embedding-Matrix in einen Embedding-Vektor
umgewandelt und durch die Addition mit einem Positional-Encoding-Vektor mit Posi-
tionsinformationen angereichert und zur weiteren Vearbeitung an die nachfolgenden
Schichten übergeben [14].

• Masked Multi-Head-Attention
Nach der Initialisierung des Decoders mit einem Start-Token wird im nächsten Schritt
die Masked Multi-Head-Attention angewendet. Hierbei wird die Aufmerksamkeit auf
bereits generierte Teile der Output-Sequenz gerichtet, während zukünftige Positionen
maskiert werden, um eine kausale Abhängigkeit zu bewahren. Dieser Attention-
Mechanismus ermöglicht es dem Decoder, gezielt auf vorherige Positionen in der
Output-Sequenz zuzugreifen und die Generierung der Ausgabe entsprechend zu steu-
ern. Dies ist entscheidend, um sicherzustellen, dass die Output-Sequenz schrittweise
und unter Berücksichtigung des bisher Generierten aufgebaut wird.

• Multi-Head-Attention (Encoder-Decoder Attention)
Im weiteren Verlauf des Decoder-Prozesses wird der Encoder-Decoder Attention
Mechanismus angewandt. Hierbei richtet der Decoder seine Aufmerksamkeit auf die
Ausgabe des Encoders. Diese Aufmerksamkeit ermöglicht es dem Decoder, relevan-
te Informationen aus der ursprünglichen Input-Sequenz zu extrahieren und in die
Generierung der aktuellen Output-Sequenz einzubeziehen. Während dieses Schritts
wird berücksichtigt, wie die Input-Sequenz zur bisher generierten Output-Sequenz
beiträgt. Diese Wechselwirkung zwischen Encoder und Decoder ist entscheidend für
die Qualität der generierten Ausgabe und trägt dazu bei, semantische Beziehungen
zwischen Input- und Output-Sequenzen zu erfassen. Anschließend durchläuft die
Repräsentation die Feedforward-Schicht.



28 2. Grundlagen

Auch im Decoder-Block gibt es, ähnlich wie im Encoder-Block, identische Residual-
verbindungen und Add & Norm-Schichten nach jeder Multi-Head-Attention- und
Feedforward-Schicht.

• Lineare Schicht und Softmax-Schicht
Nachdem die Repräsentation durch den letzten Decoder-Block gegangen ist, durch-
läuft sie im Decoder eine lineare Schicht gefolgt von einer Softmax-Schicht. Die
lineare Schicht projiziert die hochdimensionale Repräsentation auf die Zielvokabular-
größe, wobei eine Optimierung während des Trainings erfolgt. Die Softmax-Schicht
normalisiert die Ausgabewerte zu Wahrscheinlichkeiten, wodurch eine Verteilung
über das Ausgabevokabular entsteht.

Nach der ausführlichen Erläuterung der Encoder- und Decoder-Blöcke im Transformer
richten wir nun den Blick auf die Sprachmodelle, die auf dieser Architektur basieren. Zu
den prominenten Modellen zählen das Generative Pre-training Model (GPT) [28], das den
Decoder-Block des Transformers nutzt, und das Bidirectional Encoder Representation
from Transformers (BERT) [6], welches hingegen den Fokus auf den Encoder-Block des
Transformers legt. GPT zeichnet sich durch die Nutzung des Decoders aus, der in der
Self-Attention-Schicht zukünftige Tokens maskiert, wodurch ein Token ausschließlich auf
vorherige, nicht jedoch auf zukünftige Tokens zugreifen kann. Im Kontrast dazu bietet
BERT den Vorteil, auf sowohl vergangene als auch zukünftige Tokens zugreifen zu können.
Diese divergierenden Ansätze spiegeln sich in ihrer Leistung bei satzbasierten Aufgaben
wider. Im nächsten Abschnitt werden wir spezifisch auf die Schlüsselaspekte von BERT
eingehen und kurz die Besonderheiten dieses Modells beleuchten.

Bidirectional Encoder Representation from Transformers (BERT)

Bidirectional Encoder Representation from Transformers (BERT) entwickelt von Devlin
et al. [6], hebt sich durch die Verwendung der Transformer-Architektur von früheren
Sprachmodellen ab, die auf unidirektionalen Ansätzen wie dem Rekurrenten Neuronalen
Netzwerk (RNN) oder dem Long Short-Term Memory (LSTM) basieren. Diese klassischen
Sprachmodelle modellieren Abhängigkeiten in einer Sequenz nur in einer Richtung, was
zu einer begrenzten Fähigkeit führt, kontextuelle Zusammenhänge in beiden Richtungen
vollständig zu erfassen.

Der Encoder-Block der Transformer-Architektur ermöglicht BERT dagegen eine gleich-
zeitige Berücksichtigung von Kontextinformationen sowohl vor als auch nach einem
bestimmten Wort. Diese bidirektionale Kontextrepräsentation trägt dazu bei, ein tieferge-
hendes Verständnis für die Bedeutung von Wörtern in einem Satz oder Text zu modellieren.
Durch diese Fortschritte in der Modellarchitektur wird die Fähigkeit von BERT erheblich
gesteigert, komplexe semantische Zusammenhänge in natürlicher Sprache zu präzise zu
erfassen.

Diese Herangehensweise wird durch BERTs zweiphasigen Trainingsansatz, wie in Abbil-
dung 2.10 illustriert, umgesetzt. Zuerst erfolgt das Vorabtraining des Transformer-Encoder-
Stacks mittels “Masked Language Model” (MLM) und “Next Sentence Prediction” (NSP)
Aufgaben. In dieser Phase modelliert BERT ein Verständnis für Sprache auf Grundlage
einer großen Menge von Textdaten. Anschließend wird der Encoder-Stack für spezifi-
schere Aufgaben wie Textklassifikation, Sentimentanalyse und Fragebeantwortung fein-
abgestimmt. Diese zweiphasige Strategie ermöglicht es, allgemeine Modelle auf einer
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umfangreichen Dokumentenmenge zu trainieren. Im folgenden Abschnitt werden die
Vorabtrainingsziele MLM und NSP von BERT kurz zusammengefasst.

Abbildung 2.10: Pre-training und fine-tuning mit BERT. Quelle: [6]

• Masked language model: Während des Vorabtrainings von BERT lernt das Modell mit
Masked Language Model (MLM), den Kontext um ein Wort herum zu modellieren,
anstatt sich ausschließlich auf die Wörter zu konzentrieren, die ihm folgen. Dieser
Ansatz ermöglicht dem Modell eine bidirektionale Sicht auf den Kontext, da es
Informationen sowohl von links als auch von rechts des maskierten Tokens nutzen
kann.

In der MLM-Aufgabe maskiert BERT zufällig (ersetzt durch [MASK]) einen Teil
der Tokens oder Wörter in seinen Input-Sequenzen. In jeder Input-Sequenz werden
15% der Tokens zufällig ausgewählt und maskiert. Das Modell wird dann darauf
trainiert, diese maskierten Tokens basierend auf dem Kontext der umgebenden Wörter
vorherzusagen.

• Next sentence prediction: NSP in BERT ist eine Vorabtrainingsaufgabe, bei der das
Modell mit zwei Eingabesätzen, a und b, gefüttert wird. Das Modell wird darauf
trainiert, ein binäres Label auszugeben: IsNext(b)= 0, wenn b der nächste Satz
nach a ist, und IsNotNext(b)= 1, wenn das nicht der Fall ist. Das Ziel dieser
Aufgabe besteht darin, dem Modell beizubringen, die Beziehung zwischen aufeinander
folgenden Sätzen zu modellieren und zu erkennen, ob ein Satz logisch auf den anderen
folgt.

Zusammenfassend lässt sich sagen, dass die Masked Language Model (MLM)- und Next
Sentence Prediction (NSP)-Aufgaben im Vorabtraining, wie sie im Rahmen von BERT
verwendet werden, sowie die anschließende Feinabstimmung je nach Anwendungsfeld
dazu beitragen, Sprachmodelle auf ein neues Niveau der semantischen Repräsentation zu
heben. Während Transformer-basierte Modelle wie BERT signifikante Fortschritte in der
Verarbeitung natürlicher Sprache erzielt haben, ist es wichtig, sich der zugrunde liegenden
Herausforderungen bewusst zu sein. In unserem nächsten Kapitel werden wir uns mit
einem zentralen Thema in der natürlichen Sprachverarbeitung auseinandersetzen – dem
Bias. Bias kann in unterschiedlichen Formen auftreten und Auswirkungen auf die Fairness
und Neutralität von Sprachmodellen haben.
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2.3 Bias in der natürlichen Sprachverarbeitung
In der natürlichen Sprachverarbeitung (NLP) ist Bias ein zentrales Thema, das weitreichen-
de Auswirkungen auf die Anwendung und Entwicklung von sprachlichen Modellen hat.
Bias bezieht sich auf ungewollte Verzerrungen oder Vorurteile, die in den Algorithmen und
Modellen auftreten können und die die Ergebnisse beeinflussen. Diese Verzerrungen kön-
nen auf verschiedenen Ebenen auftreten, darunter Geschlecht, Alter, Körperbau, Religion,
Hautfarbe und weitere soziale Merkmale.

Oft resultiert es aus Trainingsdatensätzen, die nicht repräsentativ für die allgemeine Be-
völkerung sind; das bedeutet, dass die Datensätze bestimmte Gruppen oder Merkmale
ausschließen oder umgekehrt andere Gruppen überrepräsentieren. Manchmal entsteht sie
auch durch menschliche Fehler bei der Kennzeichnung von Daten. Diese Fehler mögen
an sich nicht offensichtlich gefährlich erscheinen, jedoch liegt das eigentliche Problem
in der Fähigkeit dieser Bias oder Diskrepanzen, sich zu vergrößern und großen Schaden
in Bevölkerungsgruppen anzurichten [16]. In manchen Fällen ist Bias in Modellen auch
die Folge bestehender sozialer Ungerechtigkeiten. Obwohl solche Modelle die reale Welt
korrekt widerspiegeln können, sind sie aus offensichtlichen Gründen unerwünscht.

Bias kann in fünf Hauptkategorien unterteilt werden: Dataset, Assoziation, Automatisie-
rung, Interaktion und Bestätigung [4].

• Dataset-Bias bezieht sich auf Bias, das aufgrund eines zu kleinen oder zu homogenen
Datensatzes entsteht, der dann ungenaue Verallgemeinerungen weiterführt. Ein Bei-
spiel hierfür könnte in einem Datensatz rechtlicher Entscheidungen liegen, in dem die
als schuldig befundenen Personen überwiegend derselben Religion angehören. Dies
könnte dazu führen, dass das Modell fälschlicherweise davon ausgeht, dass Personen
derselben Religion eher schuldig sind.

• Assoziatonsbias tritt auf, wenn die Daten, die zum Training eines Algorithmus verwen-
det werden, kulturelle Bias verstärken und multiplizieren, wenn sie auf ein größeres
Problem angewendet werden. Ein Beispiel dafür ist die Übersetzung von “He is a
nurse. She is a doctor.” ins Ungarische und zurück ins Englische, was zu “She is a
nurse. He is a doctor.” führt [8].

• Automatisierungsbias beschreibt Situationen, in denen KI verpasst, soziale oder kul-
turelle Faktoren angemessen zu berücksichtigen. Ein Beispiel dazu ist der erste in-
ternationale Schönheitswettbewerb, bei dem “Maschinen” die Jury bildeten. Trotz
des Ziels, objektive Kriterien wie Gesichtssymmetrie und Falten zur Identifizierung
der attraktivsten Teilnehmer zu verwenden, zeigten die Ergebnisse einen deutlichen
Automatisierungsbias: Von 44 Gewinnern waren fast alle weiß, einige wenige waren
asiatisch und nur einer hatte dunkle Haut. Dies geschah, obwohl viele Personen dunk-
ler Hautfarbe am Wettbewerb teilnahmen, darunter auch große Gruppen aus Indien
und Afrika [15].

• Interaktionsbias tritt auf, wenn Maschinen ermächtigt werden, ohne Sicherheitsvorkeh-
rungen zu lernen, die schädliche Überzeugungen erkennen und ausschließen können.
Microsofts rassistischer und antisemitischer Chatbot Tay ist ein anschauliches Beispiel
für Interaktionsbias. Dieser Chatbot wurde als Experiment in “Gesprächsverständ-
nis” vorgestellt, bei dem die KI durch Chat-Interaktionen lernen sollte, Menschen
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in lockeren und spielerischen Gesprächen zu engagieren. Leider entwickelten sich
die Gespräche schnell in eine problematische Richtung. Innerhalb von weniger als
24 Stunden nach dem Start wurde der Chatbot Tay von Nutzern mit misogynen, ras-
sistischen und kontroversen Kommentaren überflutet. Aufgrund der unerwünschten
Interaktionen, bei denen der Chatbot diese Äußerungen an die Benutzer zurückgab,
musste er schließlich abgeschaltet werden [39].

• Bestätigungsbias entsteht, wenn Informationen vereinfacht oder personifiziert werden
und unangemessene Verallgemeinerungen oder Annahmen über eine Gruppe oder eine
Person getroffen werden. Einkaufsempfehlungen, die auf vergangenen Kaufhistorien
beruhen, zeigen häufig Bestätigungsfehler, indem sie Kunden ähnliche Produkte
empfehlen [4].

Umgang mit Bias in NLP

NLP-Modelle können schädliche Bias aus den Daten übernehmen, auf denen sie trainiert
werden, was zu ungerechten oder diskriminierenden Ergebnissen führen kann. Glück-
licherweise gibt es mehrere Möglichkeiten, diesen Bias entgegenzuwirken, die in zwei
Hauptansätze unterteilt werden können: Dataset-Debiasing und Modell-Debiasing.

Dataset-Debiasing konzentriert sich darauf, die Trainingsdaten selbst zu verbessern, indem
Probleme wie Unterrepräsentation und schädliche Stereotypen angegangen werden. Data
Augmentation [46] hilft dabei, die Repräsentation auszugleichen, indem sie künstlich Daten
für unterrepräsentierte Gruppen erhöht. Sampling strategies wählen sorgfältig Daten aus,
um sicherzustellen, dass diverse demografische Gruppen einbezogen werden. Schließlich
entfernt man mit data cleaning schädliche Inhalte wie Stereotypen oder andere Bias-
Elemente aus dem Textkorpus.

Modell-Debiasing zielt darauf ab, Bias in NLP-Modellen zu reduzieren, indem die Modelle
selbst modifiziert werden. Zwei Methoden hierbei sind debiasing loss functions [27], die
ungerechte Vorhersagen bestrafen, und adversarial debiasing [45], bei dem ein separates
Modell, Bias im Hauptmodell identifiziert und ausgleicht.

Diese Techniken können je nach der spezifischen Aufgabe und dem Datensatz auf ver-
schiedene Weisen kombiniert und angewendet werden, um möglichst von Bias bereinigte
NLP-Anwendungen zu entwickeln. Im Kontext des Umgangs mit Bias in NLP wird im
folgenden Abschnitt kurz das “Holistic Bias Dataset” zusammengefasst, welches in der
Implementierungsphase eine bedeutende Rolle bei der Untersuchung und Analyse von
Bias in Schweizer Gerichtsurteilen spielen wird.

2.3.1 Holistic Bias Dataset

Das “Holistic Bias Dataset” wurde von Smith et al. [33] entwickelt, um die Herausforde-
rungen von Bias in der natürlichen Sprachverarbeitung (NLP) umfassender anzugehen.
Mit über 600 amerikanischen englischen Deskriptoren, die in sich als “reviewed”, “dis-
preferred” oder “polarizing” gelabelt sind und auf 13 demografische Achsen verteilt sind,
wie in Abbildung 2.11 zu sehen ist, bietet es eine breite Grundlage zur Messung von
Bias in NLP-Modellen. Dieses Dataset wurde in einem kooperativen Prozess erstellt,
der Experten und Personen mit unterschiedlichen Lebenserfahrungen einschloss, was zu
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einer umfassenderen und vielfältigeren Sammlung von Begriffen führte als bei anderen
Evaluationsdatensätzen.

Das Dataset kombiniert diese Deskriptoren mit 26 verschiedenen Templates wie zum Bei-
spiel “What do you think about [PLURAL NOUN] who are [DESCRIPTOR]?”, um über
460.000 einzigartige Satzanfragen zu generieren. Diese werden verwendet, um neuartige
Formen von Bias in verschiedenen generativen Modellen zu erkunden, darunter GPT-2,
RoBERTa, DialoGPT und BlenderBot 2.0.

Abbildung 2.11: Holistic Bias Dataset umfasst 13 verschiedene demografische Achsen,
dazu weitere Unterteilungen in Kategorien und fast 600 individuelle Deskriptoren. Quel-
le: [33].

Im Fokus stehen dabei drei verschiedene Ansätze um Bias in den Modellen zu messen:

• Bias in token likelihoods auch als Likelihood Bias bezeichnet, bezieht sich auf die
relative Wahrscheinlichkeit, die ein Sprachmodell unterschiedlichen Textsequenzen
zuweist. In diesem Kontext könnte dies bedeuten, dass das Modell beispielsweise

“Thomas is an engineer.” eine hohe Wahrscheinlichkeit zuschreibt, aber “Anja is an
engineer.” eine niedrige Wahrscheinlichkeit zuweist [? ].

Um diesen Bias zu messen, wird die Perplexität von verschiedenen Templates in
Holistic Bias für die generativen Modelle GPT-2 und BlenderBot 2.0 gemessen und
verglichen. Die Perplexität misst, wie überraschend oder widersprüchlich eine Se-
quenz für das Modell ist. Eine höhere Perplexität deutet darauf hin, dass das Modell
Schwierigkeiten hat, die Sequenz vorherzusagen.

Der Likelihood Bias misst für jedes Paar von Deskriptoren in einer Holistic Bias-
Achse, inwieweit das Modell verschiedene Deskriptoren als funktional unterschiedlich
behandelt, basierend darauf, wie wahrscheinlich sie in bestimmten Kontexten verwen-
det werden. Es wird durch den Mann-Whitney-U-Test [17], die Hypothese geprüft,
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ob für zwei templatebasierte Sätze A und B mit unterschiedlichen Deskriptoren die
Wahrscheinlichkeit gleich ist, einer der Sätze eine höhere Perplexität aufweist als der
andere. Der Bruchteil der Deskriptorpaare, für die die Mann-Whitney-U-Statistik die
Ablehnung dieser Hypothese anzeigt, wird als “Likelihood Bias” für diese Achse
betrachtet. Ein größerer Wert dieser Metrik deutet darauf hin, dass es eine größere
Differenz in der Wahrnehmung der Deskriptoren durch das Modell innerhalb dieser
Achse gibt. Dies zeigt die Achsen, in denen das Modell dazu neigt, in der Behandlung
von Deskriptoren am stärksten biased zu sein.

• Eine weitere Methode zur Identifizierung von Bias in generierten Texten besteht darin,
dass die Forscher eine große Menge Text durch die generativen Sprachmodelle erstel-
len lassen, indem sie verschiedene Holistic Bias Prompts verwenden. In diesem Fall
generieren sie mindestens 240.000 Texte für die Modelle DialoGPT und BlenderBot
2.0. Jede Textgeneration stellt dabei einen Dialog dar, der auf einem vorgegebenen
Satzprompt basiert, der ein Deskriptor aus dem Holistic Bias Dataset enthält. Um
verschiedene Arten von Bias zu erfassen, verwenden sie eine innovative Messmethode.
Zunächst klassifizieren sie die Textgenerierungen in Gesprächsstilen (z. B. “Empa-
thetic”, “Solemn”, “Charming”) mithilfe eines 3B-parameter Transformer-basierten
Stilklassifikators [32]. Dieser Klassifikator umfasst 217 einzigartige Stile, was es
ermöglicht, Nuancen im Ton einer generierten Antwort zu erkennen und diese über
Holistic Bias Deskriptoren zu vergleichen.

Um den Bias in den Generationen als Funktion des Deskriptors im Holistic Bias
Dataset zu messen, definieren die Forscher zwei Metriken. Die erste ist der sogenannte
“Full Gen Bias”, der misst, wie stark sich die Verteilung aller Stile über die Deskrip-
toren hinweg unterscheidet. Die zweite Metrik ist der “Partial Gen Bias”, der diese
Varianz nach spezifischen Clustern von verwandten Stilen schneidet. Hohe Werte
auf diesen Metriken deuten darauf hin, dass das generative Modell bestimmte Stile
bei bestimmten Deskriptoren eher verwendet als andere, was möglicherweise auf
unerwünschten Bias in Bezug auf die Identität des Gesprächspartners hinweist.

• Der letzte Ansatz beinhaltet die Identifikation von Deskriptoren in Holistic Bias
Dataset, die als grundsätzlich “offensiv” gelten könnten. Hierzu verwenden die Auto-
ren den 311M-parameter Transformer-basierte Bot-Adversarial Dialogue (B.A.D.)-
Klassifikator von Xu et al. [43]. Die Wahrscheinlichkeit, dass der B.A.D. Klassifikator
einen Satzprompt aus Holistic Bias als “offensiv” einstuft, hängt stark sowohl von
dem Deskriptor als auch dem verwendeten Template im Satz ab. Die Ergebnisse zei-
gen, dass bei den Templates “I’m [NOUN PHRASE].” und “I love [PLURAL NOUN
PHRASE].” dazu neigen, als sehr wahrscheinlich “offensiv” bewertet zu werden, wenn
sie abwertende Deskriptoren wie “hideous” und “trailer trash” enthalten oder Gruppen
repräsentieren, die marginalisiert oder benachteiligt sind wie “gay” und “with a limb
difference”.

Zusammenfassend bietet das “Holistic Bias Dataset” von Smith et al. [33] eine umfassende
Grundlage zur Messung von Bias in generativen Sprachmodellen. Durch die Kombination
von über 600 amerikanischen englischen Deskriptoren, die als “reviewed”, “dispreferred”
oder “polarizing” gelabelt sind, mit 26 verschiedenen Templates, generiert das Dataset
mehr als 460.000 einzigartige Satzanfragen. Die Forscher verwenden verschiedene An-
sätze, darunter die Messung des Likelihood Bias, die Analyse von generierten Texten
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hinsichtlich Gesprächsstilen und die Identifikation potenziell “offensiver” Deskriptoren.
Diese Methoden ermöglichen es, Bias in verschiedenen Dimensionen zu erfassen und
bieten Einblicke in die Wahrnehmung und Verwendung von Sprache durch generative
Modelle.

Die umfassende Analyse von Bias und Fairness, die durch das Holistic Bias Dataset er-
möglicht wird, bietet bedeutendes Potenzial für die Anwendung in der Vorhersage von
juristischen Entscheidungen mithilfe von NLP-Modellen. Aufgrund der häufig sensiblen
Natur juristischer Texte, die eine faire und ausgewogene Behandlung erfordern, kann die
Anwendung dieses Datasets dazu beitragen, mögliche Bias-Elemente in den Modellen
zu identifizieren. Ein tiefgehendes Verständnis von Bias in NLP-Modellen ist entschei-
dend, um sicherzustellen, dass die Vorhersagen dieser Modelle im juristischen Kontext
transparent, gerecht und frei von unerwünschten Bias-Elementen sind.

Das nächste Kapitel erläutert eine statistische Analysemethode, die sich besonders für
binäre Klassifikationsaufgaben von Textinhalten eignet und wertvolle Informationen über
die Gesamtverteilung der vorkommenden Wörter im gesamten Textkorpus nach Klassen
liefert. Basierend auf diesen Ergebnissen können Wörter im Voraus daraufhin geprüft
werden, ob sie gegenüber einer bestimmten Klasse voreingenommen sind oder nicht.

2.3.2 Binomialtest
Der Binomialtest ist ein statistischer Test, der verwendet wird, um zu bestimmen, ob
die Beobachtungen eines binären Ereignisses signifikant von einer erwarteten Häufigkeit
abweichen. Er wird häufig angewendet, um zu prüfen, ob die Häufigkeit eines Ereignisses
in einer Stichprobe im Vergleich zu einer erwarteten Wahrscheinlichkeit signifikant ist.

Bei der Durchführung des Binomialtests werden verschiedene Schritte befolgt. Zunächst
werden Null- und Alternativhypothese formuliert. Die Nullhypothese H0 besagt, dass die
beobachtete Häufigkeit des Ereignisses der erwarteten Häufigkeit entspricht, während die
Alternativhypothese H1 davon ausgeht, dass die beobachtete Häufigkeit signifikant von
der erwarteten abweicht.

Die Testgröße wird basierend auf der Anzahl der Beobachtungen n und der erwarteten
Wahrscheinlichkeit p bestimmt. Für jedes Ereignis wird die Anzahl der Beobachtungen
k gezählt, bei denen das Ereignis auftritt. Anschließend wird die Binomialverteilung
angewendet, um die Wahrscheinlichkeit zu berechnen, dass das beobachtete Ereignis oder
eine extremere Abweichung von der erwarteten Wahrscheinlichkeit auftritt.

Das Signifikanzniveau α wird festgelegt, um zu entscheiden, ob die Abweichung von
der erwarteten Häufigkeit statistisch signifikant ist. Die Berechnung des p-Werts erfolgt
basierend auf der kumulativen Verteilungsfunktion der Binomialverteilung.

In der Interpretation der Ergebnisse wird der p-Wert herangezogen. Wenn der berechnete
p-Wert kleiner als das festgelegte Signifikanzniveau ist, wird die Nullhypothese abgelehnt,
was bedeutet, dass das Ereignis statistisch signifikant ist. Andernfalls kann die Nullhypo-
these nicht abgelehnt werden, und es wird angenommen, dass die beobachteten Ergebnisse
mit der erwarteten Häufigkeit übereinstimmen.

P (X = k) =

(
n

k

)
pk(1− p)n−k (2.9)
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wobei:

P (X = k) Die Wahrscheinlichkeit, genau k Erfolge in n Versuchen zu beobachten.

n Die Gesamtanzahl der Versuche.

k Die Anzahl der Erfolge.

p Die erwartete Erfolgswahrscheinlichkeit für ein einzelnes Ereignis.

Das Signifikanzniveau α wird separat festgelegt und bestimmt die Schwelle, bei der die
Nullhypothese abgelehnt wird. Wenn der berechnete p-Wert kleiner oder gleich dem
Signifikanzniveau ist, wird die Nullhypothese abgelehnt, was darauf hindeutet, dass die
Abweichung von der erwarteten Häufigkeit signifikant ist.

Im Bereich des Natural Language Processing (NLP) spielt der Binomialtest eine bedeu-
tende Rolle bei der Untersuchung der binomialen Verteilung aller Wörter im gesamten
Textkorpus eines gegebenen Datasets, insbesondere bei der Erforschung bestimmter ge-
suchter Bias-Deskriptoren, wie sie in unserer Arbeit betrachtet werden. Der Binomialtest
dient dazu, festzustellen, ob bestimmte Wörter anhand ihrer Häufigkeit und Verteilung
innerhalb des gesamten Textkorpus im Vergleich zu einer spezifischen Klasse voreinge-
nommen sind oder nicht. Somit ermöglicht der Binomialtest die Identifizierung potenzieller
Bias-Elemente im analysierten Dataset in Bezug auf die Zielklassen.

Im kommenden Kapitel werden wir die Anwendung von NLP-Modellen im juristischen
Kontext näher untersuchen und dabei insbesondere darauf eingehen, wie das Holistic Bias
Dataset als Grundlage für die Analyse von Bias in NLP-Modellen für die Vorhersage
von Gerichtsentscheidungen dienen kann. Dabei werden wir auch das “Swiss Judgement
Prediction Dataset” von Niklaus et al. [22] kurz vorstellen, welches später die Hauptunter-
suchungsquelle unserer Arbeit sein wird.

2.4 Legal Case Judgement Prediction
Die Vorhersage von Rechtsurteilen (Legal Judgment Prediction, LJP) bezieht sich auf den
Einsatz von NLP-Modellen, um Vorhersagen über mögliche gerichtliche Entscheidungen
in rechtlichen Angelegenheiten zu treffen. Sie zielt darauf ab, die Urteilsergebnisse von
Rechtsfällen automatisch vorherzusagen. LJP besteht aus mehreren Teilaufgaben, wie
der Vorhersage der anwendbaren Rechtsartikel, der Vorhersage der Anklagepunkte und
der Vorhersage der Strafdauer. Diese verschiedenen Teilaufgaben weisen topologische
Abhängigkeiten auf, deren Ergebnisse sich gegenseitig beeinflussen und überprüfen [44].

Im Swiss Judgement Prediction Dataset (SJP-Dataset), das wir für unsere Bias-Analyse
verwenden, besteht das Ziel darin, anhand der Fakten von Gerichtsurteilen eine binäre
Klassifikation zwischen den Labels “dismissal” und “approval” des Urteilsergebnisses
durchzuführen. “dismissal” bezieht sich auf die Entscheidung eines Gerichts, einen Fall
aufgrund mangelnder rechtlicher Begründung oder Beweise nicht weiter zu verfolgen.
“approval” des Urteilsergebnisses bezieht sich darauf, dass das Gericht das vorgeschlagene
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Urteilsergebnis akzeptiert oder billigt, was normalerweise eine Einigung oder Vereinbarung
zwischen den Parteien widerspiegelt und offiziell bindend wird.

Diese NLP-Modelle analysieren historische Gerichtsentscheidungen, Gesetze, Fallrecht-
sprechung und andere relevante juristische Daten, um Muster zu identifizieren und Pro-
gnosen darüber zu erstellen, wie Gerichte in ähnlichen Fällen entscheiden könnten. Die
Idee hinter LJP ist, dass die Analyse großer Mengen von juristischen Daten dazu beitragen
kann, menschliche Entscheidungsprozesse zu unterstützen und möglicherweise auch zu
verbessern. Durch den Einsatz von Algorithmen können Anwälte, Richter und andere juris-
tische Fachleute schneller auf relevante Informationen zugreifen, Fallstricke identifizieren
und mögliche Ergebnisse vorhersagen.

In letzter Zeit haben groß angelegte öffentliche Datensätze und Fortschritte in der NLP-
Forschung zu einem wachsenden Interesse an LJP geführt. Trotz eines klaren Unterschieds
zwischen maschineller und menschlicher Leistung wurden beeindruckende Ergebnisse
in verschiedenen Benchmark-Datensätzen erzielt [5]. Es ist jedoch wichtig zu beachten,
dass Legal Judgment Prediction nicht ohne Kontroversen ist. Die Anwendung von NLP in
LJP wirft Fragen bezüglich möglicher Bias auf. In vielen Fällen können diese Bias in den
Trainingsdaten oder den angewandten Algorithmen eingebettet sein und zu ungewollten
Vorhersagen führen.

Bias kann in verschiedenen Formen auftreten, sei es aufgrund historischer Diskriminierung,
ungleicher Repräsentation von Fällen oder anderen Faktoren, die möglicherweise nicht
vollständig berücksichtigt wurden. Das Verständnis und die Bewältigung von Bias in LJP
sind entscheidende Schritte, um sicherzustellen, dass die Vorhersagen fair und ausgewogen
sind, und um mögliche Auswirkungen auf Entscheidungen in rechtlichen Angelegenheiten
zu minimieren.

Die Herausforderung, möglichen Bias in der Legal Judgment Prediction zu erkennen und
anzugehen, gewinnt an Bedeutung, insbesondere vor dem Hintergrund der zunehmen-
den Verbreitung von NLP-Modellen im juristischen Bereich. Dieser Fokus auf Fairness
und Bias eröffnet die Möglichkeit, ein neues multilinguales (Deutsch, Französisch und
Italienisch) Dataset zu betrachten. Das Dataset wurde im Jahr 2021 veröffentlicht und
enthält 85.274 Fälle mit Gerichtsurteilen (Genehmigung/Ablehnung) des Bundesgerichts
der Schweiz. Es handelt sich um das “Swiss Judgement Prediction Dataset” von Niklaus
et al. [22]. Dieses Dataset kann als eine bedeutende Fallstudie betrachtet werden.

Im folgenden Abschnitt wird das “Swiss Judgement Prediction Dataset” (SJP-Dataset)
kurz vorgestellt, wobei sein Aufbau, Inhalt und seine wesentlichen Eigenschaften näher
erläutert werden.

2.4.1 Swiss Judgement Prediction Dataset

Im Zuge der Fortschritte im Bereich der Legal Judgment Prediction (LJP) und der wach-
senden Bedeutung von NLP-Modellen im juristischen Bereich wurde im Jahr 2021 das
“Swiss Judgement Prediction Dataset” (SJP-Dataset) von Niklaus et al. [22] veröffentlicht.
Dieses multilinguale (Deutsch, Französisch, und Italienisch) und diachrone (2000-2020)
Korpus umfasst 85.274 Fälle des Bundesgerichts der Schweiz (FSCS).



2.4. Legal Case Judgement Prediction 37

Das SJP-Dataset ist speziell als eine herausfordernde Aufgabe für die Textklassifikation
konzipiert. Es enthält annotierte Kennzeichnung der jeweiligen binarisierten Gerichtsurteile
(approval/dismissal) mithilfe der Analyse der Fakten der Gerichtsurteile, ergänzt durch
zusätzliche Metadaten wie das Publikationsjahr, das Rechtsgebiet und die Region, aus der
jeder Fall stammt. Diese Informationen dienen nicht nur dazu, die Robustheit und Fairness
von NLP-Modellen im juristischen Bereich zu fördern, sondern ermöglichen auch vertiefte
Studien zu bestimmten Aspekten der Legal NLP [40].

Die Forscher für das SJP-Dataset haben die Schweizer Gerichtsurteile von der Plattform
“entscheidsuche.ch” heruntergeladen und durch den Einsatz von HTML-Parsern und re-
gulären Ausdrücken (RegEx) vorverarbeitet. Die Schweizer Gerichtsurteile sind in drei
Sprachen verfasst, ungefähr 50.000 auf Deutsch, 31.000 auf Französisch und 4.000 auf
Italienisch, wobei insgesamt 3/4 davon abgelehnte Gerichtsurteile sind. Um Gerichtsent-
scheidungen besser verstehen und interpretieren zu können, ist es wichtig, den Aufbau
einer Gerichtsentscheidung zu wissen.

Abbildung 2.12: Die Anzahl der Gerichtsurteilen pro Label (approval, dismissal) in jeder
Sprachuntergruppe und aufgeteilt nach Datenset Teilen (train, val, test). Quelle: [22]

Eine typische Schweizer Gerichtsentscheidung besteht aus den vier Hauptabschnitten:
Rubrum (rubrum), Fakten (facts), Erwägungen (considerations) und Entscheidungen (ru-
lings). Das Rubrum enthält das Datum und die Kammer, nennt die beteiligten Richter und
Parteien und gibt schließlich das Thema der Entscheidung an. Die Fakten beschreiben, was
in dem Fall geschehen ist, und bilden die Grundlage für die Erwägungen des Gerichts. Je
höher das Berufungsniveau ist, desto allgemeiner und zusammengefasster sind die Fakten.
Die Erwägungen spiegeln die formale rechtliche Begründung wider, die die Grundlage
für den endgültigen Beschluss bildet. Hier zitiert das Gericht Gesetze und andere maß-
gebliche Entscheidungen. Die Entscheidungen, die den abschließenden Abschnitt bilden,
sind eine Aufzählung der verbindlichen Entscheidungen des Gerichts. Dieser Abschnitt ist
normalerweise recht kurz und fasst die Erwägungen zusammen [22].

Bei der Klassifikation von Gerichtsurteilen hinsichtlich der Genehmigung oder Ablehnung
des Falls haben sich die Forscher bewusst dafür entschieden, die Erwägungen nicht als
Eingabe für das Modell zu berücksichtigen, aus den folgenden Gründen: Der Abschnitt mit
den Fakten ähnelt am meisten einer allgemeinen Beschreibung des Falls, die möglicherwei-
se weit verbreitet verfügbar ist und dabei weniger voreingenommen ist. Zudem ändern sich
die Fakten nicht so stark von einer Berufung zur nächsten, abgesehen davon, dass sie in
den höheren Berufungsniveaus prägnanter und zusammengefasster sind. Laut Schätzungen
mehrerer Gerichtsschreiber, die sie konsultiert haben, nehmen die Fakten etwa 10% der
Zeit für das Verfassen einer Entscheidung in Anspruch, während die Erwägungen 85% und
das Ergebnis 5% ausmachen (entsprechend 45%, 50% und 5% im Strafrecht). Großteil
der Arbeit, die von Richtern und Schreibern geleistet wird, resultiert somit aus den recht-
lichen Erwägungen. Daher wäre zu erwarten, dass das Modell besser abschneidet, wenn
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es Zugang zu den Erwägungen hätte. Auf der anderen Seite wäre der Wert des Modells
jedoch weit geringer, da der Großteil der Arbeit bereits erledigt ist, sobald die Erwägungen
verfasst sind. Daher haben die Forscher entschieden, nur die Fakten als Eingabe für die
prädiktiven Modelle zu betrachten, um ein realistischeres und anspruchsvolleres Szenario
zu schaffen [22].

Um die Aufgabe zu vereinfachen und präziser zu gestalten, haben die Forscher die ur-
sprünglich mehrfach kategorisierten Entscheidungen in ein einfaches binäres Klassifika-
tionsdataset umgewandelt, bei dem nur zwei mögliche Ergebnisse existieren: “approval”
(positiv) oder “dismissal” (negativ). Diese Umwandlungen und Vereinfachungen dienen da-
zu, das Dataset den NLP-Modellen besser handhabbar zu machen und semantisch kohärent
zu gestalten, indem der Kern des Entscheidungsprozesses fokussiert wird.

Bei der Klassifikationsaufgabe von Gerichtsurteilen unter Berücksichtigung verschiedener
Merkmale wie Diachronie, Eingabelänge (Text), Rechtsgebiet und Region haben die
Forscher BERT-basierte Modelle trainiert, darunter Standard BERT mit 512 Tokens, Long
BERT mit 2048 Tokens und Hierarchical BERT. Die Ergebnisse zeigen, dass Hierarchical
BERT das beste Ergebnis erzielt, mit einem Macro-F1-Score von 68-70% in Deutsch
und Französisch. Ein wesentlicher Grund für die schlechtere Leistung der Modelle im
Italienischen, mit einem Macro-F1-Score von 58%, liegt in der begrenzten Anzahl von
3.000 Trainingsdaten (siehe Abbildung 2.12).

Die bivariaten Analysen der Forschungsergebnisse der Forscher zeigen, dass die Leistung
abnimmt, wenn die Eingabelänge des Textes zunimmt, während die Ergebnisse in Fällen
aus verschiedenen Rechtsgebieten oder Regionen variieren, was Fragen zur Robustheit der
Modelle unter unterschiedlichen Merkmalen aufwirft. Da im “SJP-Dataset” die Vorhersage
auf den Fakten der Gerichtsurteile basiert und die Merkmale in diesem Fall mehr oder
weniger als Nebeneffekt wirken, könnten die Fakten der Gerichtsurteile selbst versteckte
Bias-Elemente enthalten und somit eine Hauptquelle der schlechteren Leistung der Modelle
in der Legal Judgement Prediction sein. Diese müssen unbedingt berücksichtigt werden.
Im nächsten Abschnitt werden nun verwandte Arbeiten beleuchtet, um den Kontext der
Bias-Analyse in NLP und Legal Judgment Prediction weiter zu vertiefen.
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NLP Modelle haben die Fähigkeit, Stereotypen, fehlerhafte Darstellungen oder negative
Verallgemeinerungen bestimmter sozialer Gruppen, Geschlecht, Religion, Hautfarbe zu
erlernen. Zahlreiche Forschungen belegen, dass ein unbeschränktes Training natürlicher
Sprachmodelle soziale Bias-Elemente übernehmen kann [3, 9, 12]. Bolukbasi et al. [3]
und Islam et al. [12] zeigen bei der Betrachtung von Wortrepräsentationen, dass Word
Embeddings soziale Bias-Elemente bezüglich Geschlechterrollen und Berufen kodieren.
Beispielsweise werden Ingenieure stereotypisch mit Männern und Krankenschwestern
stereotypisch mit Frauen assoziiert. Dies führt dazu, dass nachgelagerte Anwendungen,
welche auf diesen vorab trainierten Word Embeddings basieren, ebenfalls diesen Bias
widerspiegeln.

Die Anwendung von Deskriptoren zur Messung von sozialem Bias begann als eine Metho-
de, die spezifisch darauf abzielt, die Geschlechtszuordnungen statischer Word Embeddings
zu untersuchen [3, 12]. Da kontextuelle Word Embeddings den Kontext berücksichtigen,
waren Templates notwendig, um sozialen Bias zu messen, wie beispielsweise die ste-
reotypische Verknüpfung mit anderen Textinhalten [36]. Zahlreiche Forschungen haben
Templates vorgeschlagen, die als Grundlage für Anforderungen dienen, die zur Messung
von Bias verwendet werden können [18, 30, 35]. Einige Methoden wählen sogar bestehen-
de Sätze aus Textquellen aus und tauschen heuristisch demografische Begriffe aus [7, 47]
oder verwenden maschinenlernende Systeme, um Deskriptoren auszutauschen [26].

Im Kontext der bisher entwickelten Techniken für die Bias-Analyse sowie der Erstellung
von Benchmark-Datasets wie SEAT [18], StereoSet [21] und HolisticBias [33] mit mehre-
ren Deskriptoren und Templates liegt der Schwerpunkt der vorliegenden Arbeit auf der
Bias-Analyse im Swiss Judgement Prediction Dataset [22]. Das SJP-Dataset zeichnet sich
dadurch aus, das erste veröffentlichte multilinguale Dataset auf Deutsch, Italienisch und
Französisch zu sein. Der Inhalt basiert auf den multilingualen Fakten der Gerichtsurtei-
le, und das Ziel des Modells besteht darin, anhand dieser Fakten vorherzusagen, ob das
Gerichtsurteil positiv (approval) oder negativ (dismissal) ausfällt. Während sich bisherige
Forschungen mehr auf den Gender Bias in Datasets und Modellen konzentriert haben, wird
in dieser Arbeit in Bezug auf Legal Judgement Prediction eine allgemeine Untersuchung
von Bias (wie z.B. Religion, Hautfarbe, Nationalität...) gemacht. Bei der Analyse von
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Bias im SJP-Dataset wird das Holistic Bias Dataset [33] angewendet, das eine umfassende
Grundlage mit 13 verschiedene demografische Achsen, über 600 Deskriptoren und 26
verschiedenen Templates bildet.

Es gibt bisher keine verwandten Arbeiten, die sich speziell mit dem Thema “Bias in Legal
Judgement Prediction” befassen. Es existieren zwar einige Papers zum Thema LJP, jedoch
fehlen spezifische Analysen zum Bias in LJP-Aufgaben. Daher haben wir allgemeine
Arbeiten zum Thema “Bias in Natural Language Processing (NLP)” untersucht und sie
hier erwähnt.



4. Konzept

In diesem Kapitel wird das Konzept und die Vorgehensweise unserer Arbeit beschrieben.

4.1 Vorbereitungder “dispreferred” gelabeltenDeskrip-
toren

Für die Bias-Analyse in den Fakten der Gerichtsurteile des Swiss Judgement Prediction
Datasets (SJP-Dataset) [22] werden die als “dispreferred” gelabelten Deskriptoren aus
dem Holistic Bias Dataset [33] verwendet. Das Holistic Bias Dataset umfasst zwei Ver-
sionen. Die originale Version 1.0 umfasst 620 einzigartige Deskriptoren, von denen 48
als “dispreferred” gelabelt sind und auf 3 verschiedene demografische Achsen verteilt
sind, wie in Abbildung 4.1 zu sehen ist. Im Gegensatz dazu enthält die neue Version
1.1 769 einzigartige Deskriptoren, wobei 70 als “dispreferred” gelabelt sind und auf 8
verschiedene demografische Achsen aufgeteilt sind, wie in Abbildung 4.2 dargestellt. Da
die neue Version 1.1 mehr “dispreferred” gelabelte Deskriptoren enthält und somit die
Wahrscheinlichkeit der Vorkommen dieser Deskriptoren in den Fakten der Gerichtsurteile
erhöht, wird in der Arbeit diese Version des Holistic Bias Datasets verwendet.

Anschließend werden die Deskriptoren, die ursprünglich im Holistic Bias Dataset in
englischer Sprache erfasst sind, mithilfe der DeepL API automatisiert ins Deutsche, Fran-
zösische und Italienische übersetzt, da die Fakten der Gerichtsurteile im SJP Dataset in
diesen drei Sprachen vorliegen. Nach der Übersetzung der Deskriptoren in die Zielspra-
chen erfolgt eine manuelle Erweiterung und Ableitung um Synonyme sowie Plural- und
Geschlechtsformen mithilfe von Google Translate, um die Anzahl der untersuchten De-
skriptoren zu erhöhen und eine umfassendere Analyse unerwünschter Begriffe in unserem
Zieldataset durchzuführen. Da aus den ursprünglich als “dispreferred” gelabelten Deskrip-
toren weitere ähnliche Deskriptoren abgeleitet wurden, wird in den folgenden Kapiteln
unserer Arbeit der Begriff dispreferred “abgeleitete” Deskriptoren anstelle von “gelabelt”
verwendet. Am Ende dieses Schritts wird für jede der Sprachen Deutsch, Französisch und
Italienisch ein umfangreiches Wörterbuch erstellt, in dem die demografische Achse als
Schlüssel und die Deskriptoren als Werte gespeichert werden. Ziel dieses Schritts ist es, die
Anzahl und die Wahrscheinlichkeit des Auftretens der untersuchten Deskriptoren in den
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Fakten der Gerichtsurteile zu erhöhen. Damit schließen wir den Schritt zur Vorbereitung
der erweiterten Deskriptoren ab und speichern diese für die spätere Verwendung in unserer
Arbeit.

Abbildung 4.1: Holistic Bias Dataset - Version 1.0 “dispreferred” gelabelte Deskriptoren.

4.2 Vorbereitung der Textinhalte der Fakten und Limi-
tierungen für die Modellanpassung

Nachdem die Wörterbücher der Deskriptoren auf Deutsch, Französisch und Italienisch
verfügbar sind, ist es wichtig, einen entscheidenden Aspekt zu berücksichtigen, bevor die
Analyse der Vorkommen der Deskriptoren durchgeführt und korrekte Ergebnisse erfasst
werden können.

In späteren Phasen der Arbeit wird ein vortrainiertes Modell von Hugging Face verwen-
det, das durch Feintuning auf den Trainingsdaten des SJP-Datasets auf Textklassifikation
trainiert wird. Weitere Details zum verwendeten vortrainierten Modell werden im Im-
plentierungsteil der Arbeit genauer erläutert. Dieses Modell hat ein Tokenlimit von 512
Tokens. Das bedeutet, dass, wenn ein Fakt eines Gerichtsurteils durch den Tokenizer des
Modells in mehr als 512 Tokens aufgeteilt wird, der Rest des Textinhalts abgeschnitten
wird und das verwendete Modell beim Feintuning für Textklassifikation nur die ersten
512 Tokens des Textes berücksichtigt. Dies führt zu einem großen Verlust an Kontext
der Fakten, der wichtige Informationen zur Klassifikation (“dismissal” oder “approval”)
des Gerichtsurteils sowie “dispreferred” abgeleitete Deskriptoren enthalten kann. Somit
entsteht hier die Herausforderung, wie der Text in das Modell eingegeben werden kann,
sodass der Textinhalt eines Fakts original und sinnvoll bleibt, während gleichzeitig das
512-Token-Limit nicht überschritten wird. Zusätzlich ist es für die Analyse wichtig si-
cherzustellen, dass die “dispreferred” abgeleiteten Deskriptoren, die untersucht werden
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Abbildung 4.2: Holistic Bias Dataset - Version 1.1 “dispreferred” gelabelte Deskriptoren.

müssen, noch in den Fakten vorkommen und beim Feintuning vom Modell gesehen und
gelernt werden.

In dieser Arbeit werden zwei Vorgehensweisen vorgeschlagen, um den Textinhalt der
Fakten aus dem SJP-Dataset möglichst originalgetreu zu bewahren und gleichzeitig das
512-Token-Limit einzuhalten. Dadurch wird gewährleistet, dass beim Feintuning des
vortrainierten Modells die Trainingsdaten so eingegeben werden, dass kein Fakt mehr als
512 Tokens enthält. Die folgenden Kapitel werden diese Vorgehensweisen kurz erläutern.

4.2.1 Vorgehensweise 1: Extraktive Zusammenfassung der Fak-
ten

Die erste Vorgehensweise besteht darin, die Fakten mithilfe einer ausgewählten Textzu-
sammenfassungstechnik zusammenzufassen. Es gibt zwei Ansätze zur Zusammenfassung
von Textinhalten: “extractive” und “abstractive” Zusammenfassungen. Extraktive Zu-
sammenfassungen wählen wichtige Sätze oder Abschnitte aus dem Originaltext aus und
übernehmen sie direkt, basierend auf Kriterien wie Relevanz und Häufigkeit von Schlüssel-
wörtern. Es werden keine neuen Sätze generiert, sondern Teile des Originaltextes extrahiert.
Im Gegensatz dazu erstellen abstraktive Zusammenfassungen neue Formulierungen, die
den Inhalt wiedergeben, jedoch nicht wortwörtlich sind. Dies erfordert fortgeschrittene
NLP-Techniken und ermöglicht eine variierende Präsentation des Textes.

Für unsere Arbeit ist es wichtig, den Textinhalt originalgetreu zusammenzufassen und
anschließend das Vorkommen der Bias-Deskriptoren in den zusammengefassten Fakten zu
analysieren. Aus diesem Grund wählen wir als Ansatz die extraktive Zusammenfassung,
damit die maximale Länge der Fakten nicht 512 Tokens überschreitet und die wichtigsten
Sätze aus den Fakten in der Zusammenfassung enthalten sind. Die Details zur Anwendung
und Implementierung der gewählten extraktive Zusammenfassungstechnik werden im
Implementierungsteil erläutert.
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4.2.2 Vorgehensweise 2: Aufteilung der Fakten in Chunks

Eine alternative Vorgehensweise besteht darin, die Fakten in Chunks aufzuteilen, wobei
jeder Chunk maximal 512 Tokens des Fakts enthält. Dabei werden die Fakten in Trainings-
und Testdaten unter Berücksichtigung einer allgemein festgelegten Wortanzahl von 300
zerlegt, was ungefähr 500-520 Tokens entspricht. Im Gegensatz zur ersten Methode, bei
der die Fakten durch Zusammenfassen der wichtigsten Sätze behandelt werden, ermöglicht
diese Strategie dem Modell, den gesamten Textinhalt eines Fakts in Form von Chunks
während des Feintunings zu erfassen und zu modellieren. Dies eröffnet die Möglichkeit
zur Analyse mehrerer Fakten, wobei die “dispreferred” abgeleiteten Deskriptoren, die
durch die Zusammenfassungstechnik in der ersten Vorgehensweise verloren gehen könnten,
im Textinhalt der Chunks erhalten bleiben und somit zusätzliche Untersuchungsbeispiele
liefern. Weitere Einzelheiten zu dieser Vorgehensweise werden im Implementierungsteil
näher erläutert.

4.3 Analyse der Vorkommen der “dispreferred” abge-
leiteten Deskriptoren

Nachdem die Textinhalte der Fakten vorbereitet wurden, um sicherzustellen, dass sie beim
Feintuning in das Modell ohne Überschreitung des Tokenlimits eingegeben werden können,
erfolgt die erste Analyse. Um einen Überblick über das Auftreten der mit “dispreferred”
abgeleiteten Deskriptoren in den zusammengefassten und in Chunks aufgeteilten Fakten
in den Trainings- und Testdaten zu erhalten, wird die Gesamtanzahl der “dispreferred”
abgeleiteten Deskriptoren pro Sprache - Deutsch, Französisch und Italienisch - visualisiert.
Die entsprechenden Visualisierungen werden im Implementierungsteil der Arbeit angefügt.

4.4 Binomialtest für die “dispreferred” abgeleitetenDe-
skriptoren in den Fakten

Bei der Analyse der mit “dispreferred” abgeleiteten Deskriptoren in den Fakten ist es für
den Evaluierungsschritt auch wichtig zu prüfen, ob diese Deskriptoren bereits zuvor ge-
gen eine bestimmte Klasse wie “dismissal” oder “approval” voreingenommen sind. Dafür
werden wir den Binomialtest verwenden. Dies ermöglicht es später, den Grund dafür festzu-
stellen, warum bestimmte Fakten mit bestimmten “dispreferred” abgeleiteten Deskriptoren
bei der Klassifikation zu falschen Vorhersagen führen oder warum stets dieselbe Klasse für
Fakten mit diesen Deskriptoren vorhergesagt wird. Die Ergebnisse der Binomialtests für
beide Vorgehensweisen werden im Implementierungsteil zusammengefasst.

4.5 Feintuning des vortrainiertenModells und Perfor-
manzanalyse

Für unsere Arbeit nutzen wir das vortrainierte Modell “legal-swiss-roberta-large” 2 von
Niklaus et al. [23]. Das Modell ist ein mehrsprachiges auf Transformer basierendes Sprach-
modell (RoBERTa), das auf juristischen Daten basiert und unterstützt die Sprachen Deutsch,

2https://huggingface.co/joelniklaus/legal-swiss-roberta-large

https://huggingface.co/joelniklaus/legal-swiss-roberta-large
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Französisch und Italienisch. Es wurde auf der Grundlage von XLM-R (base 3 und large 4)
entwickelt und für das Vortraining wurde das “Multi Legal Pile Dataset” 5 von Niklaus
et al. [23] verwendet, ein multilinguales Dataset aus verschiedenen juristischen Quellen,
das 24 Sprachen abdeckt.

Das vortrainierte Modell wurde für Masked Language Modeling-Aufgaben trainiert. Daher
ist es erforderlich, dieses Modell mit den 59.709 Trainingsdaten des SJP-Datasets für Text-
klassifikationsaufgaben zu feintunen. Beim Feintuning des vortrainierten Modells entsteht
eine Herausforderung, da die Labels der Trainingsdaten im SJP-Dataset ungleichmäßig
verteilt sind. Die Verteilung beträgt 76,23% “dismissal” und 23,77% “approval”. Dies
führt bei der Textklassifikation der Testdaten dazu, dass das Modell dazu neigt, immer die
Mehrheitsklasse auszuwählen, was in diesem Fall die Klasse “dismissal” ist. Somit liefert
die Performanzanalyse des Modells mit den Testdaten keine korrekten Ergebnisse für die
weitere Analyse der falsch vorhergesagten Fakten mit Deskriptoren.

Um dieses Problem anzugehen, wird eine Klassengewichtung beim Feintuning angewendet.
Dadurch gleicht das Modell bei jedem Schritt des Feintunings die Wahrscheinlichkeiten
der beiden Klassen aus und korrigiert somit das Ungleichgewicht bei der Vorhersage der
Testdaten. In unserer Arbeit werden jeweils drei Modelle für die Vorgehensweisen 1 und 2
mit unterschiedlichen Seeds feingetunt. Für die Performanzanalyse der Modelle werden
die Werte für Precision, Recall und F1-Score verwendet. Die Evaluationsmetriken sowie
die angewendeten Methoden für das Feintuning und die Klassengewichtung werden im
Implementierungsteil detailliert erläutert.

4.6 Analyse der Vorkommen der “dispreferred” abge-
leiteten Deskriptoren in den vorhergesagten Fak-
ten

Nach der Performanzanalyse der Modelle ist der nächste Schritt die Untersuchung der Vor-
hersagen des Modells mit der geringsten Performanz pro Vorgehensweise. Dies ermöglicht
uns, das Auftreten der mit “dispreferred” abgeleiteten Deskriptoren in den vorhergesagten
Fakten zu überprüfen, sowohl in zusammengefasster als auch in Chunks aufgeteilter Form,
innerhalb der Testdaten. Die Anteile der richtig/falsch klassifizierten Instanzen pro enthal-
tenenem “dispreferred” abgeleiteten Deskriptor und Label werden pro Sprache - Deutsch,
Französisch und Italienisch - visualisiert. Die entsprechenden Visualisierungen werden im
Implementierungsteil der Arbeit angehängt und interpretiert.

Nachfolgend werden wir die falsch vorhergesagten Fakten sowie Chunks, die die “dispre-
ferred” abgeleiteten Deskriptoren enthalten, für unseren letzten Analyseschritt “Attention
Visualization” (Aufmerksamkeitsvisualisierung) bereitstellen. Dabei ist unser Ziel festzu-
stellen, ob die Deskriptoren aus unserer Analyse der Häufigkeiten und des Binomialtests,
die eine Voreingenommenheit gegenüber einer Klasse (“dismissal” oder “approval”) auf-
weisen, tatsächlich die Vorhersage des Modells beeinflusst haben. Dies geschieht durch
die Visualisierung und Interpretation der Attention Scores (Aufmerksamkeitswerte) der
“dispreferred” abgeleiteten Deskriptoren in den falsch vorhergesagten Fakten und Chunks.

3https://huggingface.co/FacebookAI/xlm-roberta-base
4https://huggingface.co/FacebookAI/xlm-roberta-large
5https://huggingface.co/datasets/joelniklaus/Multi_Legal_Pile

https://huggingface.co/FacebookAI/xlm-roberta-base
https://huggingface.co/FacebookAI/xlm-roberta-large
https://huggingface.co/datasets/joelniklaus/Multi_Legal_Pile
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4.7 Attention Visualisierung
Dieser Abschnitt der Arbeit bildet die Grundlage für die Untersuchung von Bias in den
falsch vorhergesagten Fakten und spielt eine wichtige Rolle bei der Visualisierung und
Begründung getroffenen falschen Vorhersagen des verwendeten Modells. Hierfür wird ein
“Explainer” verwendet, der zur Interpretation von Modellen für die Sequenzklassifikati-
on dient. Dieser ermöglicht die Analyse und Visualisierung der Entscheidungsprozesse
des Modells, um besser zu verstehen, wie es zu bestimmten Klassifizierungen kommt.
Der Explainer berechnet die Beiträge jedes Tokens zu einer bestimmten Klassifizierung,
wobei diese Beiträge anzeigen, wie wichtig jedes Token für die endgültige Vorhersage
des Modells ist. In unserer Arbeit liegt der Fokus auf den Beiträgen der “dispreferred”
abgeleiteten Deskriptoren in den falsch vorhergesagten Fakten, um zu analysieren, ob diese
Deskriptoren einen signifikanten Beitrag zur falschen Vorhersage geleistet haben. Details
zur Funktionsweise des Explainers, die Durchführung der Attention Visualisierung auf den
falsch vorhergesagten Testdaten und die Ergebnisse werden im Implementierungsteil der
Arbeit erklärt und veranschaulicht.



5. Implementierung

5.1 Entwicklungsumgebung

Als Entwicklungs- und Testumgebung für unsere Arbeit wurde uns der Server der Otto-von-
Guericke-Universität Magdeburg von der Arbeitsgruppe für “Human-Centred Artificial
Intelligence” zur Verfügung gestellt. Die Hardware- und Framework-Komponenten, die
auf diesem Server verwendet werden, sind in der unten stehenden Tabellen aufgeführt.

Tabelle 5.1: Die Hardware-Komponenten der Entwicklungsumgebung

Hardware Details
Prozessor (CPU) AMD EPYC 7532 32-Core Processor,

1.5 GHz - 2.4 GHz, 64 Cores, 2 Sockets,
32 Cores per Socket

Prozessor (GPU) 2 x Quadro RTX 8000 48GB

Betriebssystem (OS) Linux 6.5.0-18-generic - Ubuntu
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Tabelle 5.2: Die in der Entwicklungsumgebung verwendeten Bibliotheken und Frame-
works

Bibliothek und Framework Version
numpy 1.26.4

pandas 2.2.0

scikit-learn 1.4.0

matplotlib 3.8.3

datasets 2.17.0

transformers 4.37.2

transformers-interpret 0.10.0

evaluate 0.4.1

accelerate 0.27.0

torch 2.2.0+cu118

sumy 0.11.0

nltk 3.8.1

huggingface-hub 0.20.3

captum 0.7.0

wandb 0.16.4

ipython 7.34.0
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5.2 Vorbereitung der Textinhalte der Fakten und Limi-
tierungen für die Modellanpassung

Im Abschnitt 4.1 haben wir festgelegt, welche als “dispreferred” abgeleiteten Deskrip-
toren wir für unsere Analyse verwenden werden. Anschließend ist der nächste Schritt,
die Textinhalte der Fakten anhand der Limitierungen des verwendeten vortrainierten Mo-
dells anzupassen. Dabei werden zwei Vorgehensweisen vorgeschlagen. In den folgenden
Kapiteln werden die Implementierungsschritte der zwei verschiedenen Vorgehensweisen
beschrieben.

5.2.1 Vorgehensweise 1: Extractive Zusammenfassung der Fak-
ten

Die erste Vorgehensweise besteht darin, die Textinhalte der Fakten mithilfe des LexRank-
Summarizers originalgetreu zusammenzufassen, sodass das maximale Tokenlimit von 512
des verwendeten Modells nicht überschritten wird. Der LexRankSummarizer der Biblio-
thek “sumy” ist eine Implementierung des LexRank-Algorithmus, der in der natürlichen
Sprachverarbeitung zur automatischen Zusammenfassung von Texten verwendet wird.
LexRank basiert auf dem Konzept des PageRank-Algorithmus, der von Google für die
Rangfolge von Webseiten in den Suchergebnissen entwickelt wurde. Bei der Anwendung
auf Texte berechnet LexRank die Ähnlichkeit zwischen Sätzen mithilfe von Kosinusähn-
lichkeit und erstellt eine Graphstruktur, in der Sätze als Knoten und ihre Ähnlichkeiten
als Kanten dargestellt werden. Anschließend wird der PageRank-Algorithmus auf diesem
Graphen angewendet, um die wichtigsten Sätze zu identifizieren, die die Schlüsselinhalte
des Textes repräsentieren. Diese ausgewählten Sätze werden dann zu einer zusammenfas-
senden Passage kombiniert, die die Kerninformationen des Originaltexts enthält. Durch
die Verwendung von LexRank können umfangreiche Texte automatisch und prägnant
zusammengefasst werden, was besonders nützlich ist, um die relevanten Informationen in
großen Textmengen schnell zu erfassen.

In unserer Arbeit war dabei das Ziel, den zusammengefassten Textinhalt unter 512 To-
kens zu halten. Da der implementierte LexRankSummarizer aus der Bibliothek sumy
lediglich den Text als Inputvariable annimmt, der zusammengefasst werden soll, und die
Anzahl der Sätze, die im zusammengefassten Text enthalten sein sollen, haben wir einen
Umweg eingeschlagen. Hierbei wurde jeder Textinhalt des Faktes zwischen 3 und 26
Sätzen zusammengefasst und dann die Tokenanzahl kontrolliert. Falls die Tokenanzahl
im zusammengefassten Text 512 überschreitet, bedeutet dies, dass die Tokenanzahl des
zusammengefassten Textes mit dem zuletzt hinzugefügten Satz das 512-Token-Limit über-
schritten hat. Somit können im zusammengefassten Text maximal die vorherige Anzahl an
Sätzen vorhanden sein. Durch diese Umsetzung wurden dann alle Fakten, die länger als
512 Tokens sind, mithilfe des LexRankSummarizers zusammengefasst. Der implementierte
Algorithmus ist in Abbildung 5.1 dargestellt.
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Abbildung 5.1: Extractive Zusammenfassung mit dem LexRankSummarizer

5.2.2 Vorgehensweise 2: Aufteilung der Fakten in Chunks
Die zweite Vorgehensweise zielt im Gegensatz zur ersten darauf ab, den gesamten Tex-
tinhalt der Fakten zu berücksichtigen, indem die Fakten, die länger als 510 Tokens sind,
in Chunks aufgeteilt werden. Bei der Implementierung wurde die Länge der Textinhalte
der Chunks auf maximal 300 Wörter begrenzt. Diese Begrenzung wurde gewählt, da diese
Anzahl der Wörter in den verwendeten Trainings- und Testdaten etwa 500-520 Tokens
beträgt und somit das Tokenlimit des verwendeten vortrainierten Modells nicht über-
schreitet. In einigen Chunks überschreiten 300 Wörter mehr als 510 Tokens aufgrund der
unterschiedlichen Wortlängen, die je nach Inhalt variieren. Da die Anzahl dieser Chunks
in den Trainings- und Testdaten sehr gering ist (94 von 36.386 Test-Chunks und 158
von 123.207 Training-Chunks), wurde die maximale Anzahl von Wörtern pro Chunk auf
300 belassen. Diese Methode gewährleistet, dass jeder Chunk eine ausreichende Anzahl
von Wörtern enthält, um das Tokenlimit des verwendeten Modells optimal auszunutzen.
Dadurch werden zu viele Chunks vermieden, die deutlich weniger Wörter enthalten als
das Tokenlimit erlaubt. Vor dem Training des Modells werden diese Chunks während der
Tokenisierung automatisch auf 512 Tokens gekürzt, indem truncation = True verwendet
wird.

Nachdem die Trainings- und Testdaten in Chunks aufgeteilt wurden, wurden die neuen
Trainings- und Testdaten zusammen mit ihren entsprechenden Chunks in Dataframes
gespeichert. Dabei hat sich die Anzahl der Zeilen in den Dataframes erhöht. Nach der
Aufteilung der Fakten in Chunks ergaben sich aus 59.709 Trainingsdaten 123.207 Chunks
und aus 17.357 Testdaten 36.386 Chunks. Dies wird sich auf die Trainings- und Testdauer
des verwendeten vortrainierten Modells auswirken.
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5.3 Analyse der Vorkommen der “dispreferred” abge-
leiteten Deskriptoren

Die Analyse der Vorkommen von “dispreferred” abgeleiteten Deskriptoren in den zu-
sammengefassten und in Chunks aufgeteilten Trainings- und Testdaten ist von großer
Bedeutung. Dies ermöglicht es uns, im Voraus zu erkennen, wie oft bestimmte Deskripto-
ren in den Trainings- und Testdaten auftreten. Auf dieser Grundlage können wir abschätzen,
auf welche Deskriptoren das Modell beim Feintuning den Fokus legen könnte und welche
potenziell zu fehlerhaften und verzerrten Entscheidungen bei der Vorhersage der Testdaten
führen könnten.

Im Implementierungsschritt dieser Analyse wurden alle Fakten nach den Sprachen Deutsch,
Französisch und Italienisch gruppiert, die mit dem Label “dispreferred” abgeleiteten De-
skriptoren enthalten. Diese wurden aus den zusammengefassten und in Chunks aufgeteilten
Trainings- und Testdaten extrahiert und in einem Wörterbuch mit ihrer Anzahl an Vorkom-
men gespeichert. Die folgenden Balkendiagramme dienen dazu, einen Überblick über die
enthaltenen Deskriptoren in den Fakten zu veranschaulichen. Es ist wichtig zu erwähnen,
dass, falls ein Deskriptor in einem Fakt oder Chunk mehrmals vorkommt, die Gesamt-
zahl der Vorkommen dieses Deskriptors im entsprechenden Balken dargestellt wird. Das
bedeutet, dass der Deskriptor nicht pro Fakt oder Chunk nur einmal gezählt wird.

Visualisierung der “dispreferred” abgeleiteten Deskriptoren in den zusammen-
gefassten Trainings- und Testdaten

Abbildung 5.2: “dispreferred” abgeleitete Deskriptoren, die in den zusammengefassten
deutschen Trainingsdaten vorkommen
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In Abbildung 5.2 sind die Häufigkeiten der “dispreferred” abgeleiteten Deskriptoren in
den zusammengefassten deutschen Trainingsdaten dargestellt, die insgesamt 1154 Fakten
umfassen. Besonders auffällig ist die hohe Anzahl von Deskriptoren “Opfer” mit 450
Nennungen und “berechtigt” mit 448 Nennungen. Weiterhin treten “Hausfrau” 128-mal,
“Behinderte” 109-mal und “bedroht” 152-mal auf. Diese Deskriptoren dominieren deutlich
das Textkorpus der zusammengefassten deutschen Trainingsdaten.

Abbildung 5.3: “dispreferred” abgeleitete Deskriptoren, die in den zusammengefassten
französischen Trainingsdaten vorkommen

Abbildung 5.3 zeigt die Vorkommen der “dispreferred” abgeleiteten Deskriptoren in den
zusammengefassten französischen Trainingsdaten, die insgesamt 2341 Fakten umfassen.
Hier sticht “victime” 1833 Nennungen hervor, gefolgt von “intitulé” (284-mal) und “justifié”
(238-mal). “menacé” und “en danger” erscheinen 185- bzw. 399-mal, während “légitime”
116-mal vorkommt. Diese Deskriptoren sind besonders prägnant im französischen Korpus
vertreten.

Die Darstellungen in Abbildung 5.4 umfasst die zusammengefassten italienischen Trai-
ningsdaten mit insgesamt 388 Fakten. Auffällig ist “vittima” mit 194 Nennungen sowie
“autorizzato” mit 108 Vorkommen. “casalinga” tritt 35-mal und “idonea” in verschiedenen
Formen insgesamt 40-mal auf, während “in pericolo” 28-mal und “non protetti” 14-mal
erwähnt werden. Diese Deskriptoren prägen das italienische Textkorpus maßgeblich.

In Abbildung 5.5 sind die zusammengefassten deutschen Testdaten mit insgesamt 303
Fakten dargestellt. “berechtigt” erscheint hier 135-mal, während “bedroht” und “Opfer”
43- bzw. 60-mal vorkommen. Weitere häufige Deskriptoren sind “gefährdet” (21-mal),
“Hausfrau” (12-mal) und “behindert” (10-mal).
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Abbildung 5.4: “dispreferred” abgeleitete Deskriptoren, die in den zusammengefassten
italienischen Trainingsdaten vorkommen

Abbildung 5.5: “dispreferred” abgeleitete Deskriptoren, die in den zusammengefassten
deutschen Testdaten vorkommen
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Abbildung 5.6: “dispreferred” abgeleitete Deskriptoren, die in den zusammengefassten
französischen Testdaten vorkommen

Die zusammengefassten französischen Testdaten, bestehend aus 689 Fakten, sind in Ab-
bildung 5.6 visualisiert. Der Deskriptor “victime” ist mit 298 Nennungen am häufigsten,
gefolgt von “intitulé” (169-mal) und “en danger” (99-mal). “menacé” tritt in verschiede-
nen Formen insgesamt 110-mal auf, wobei “justifié” und “célibataire” 41- bzw. 28-mal
auftreten. Diese Deskriptoren dominieren das französische Textkorpus.
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Abbildung 5.7: “dispreferred” abgeleitete Deskriptoren, die in den zusammengefassten
italienischen Testdaten vorkommen

Abbildung 5.7 zeigt die Häufigkeiten der “dispreferred” abgeleiteten Deskriptoren in
den zusammengefassten italienischen Testdaten, die 79 Fakten umfassen. Dabei tritt der
Deskriptor “vittima” hier 22-mal auf, während “autorizzato” in verschiedenen Formen ins-
gesamt 36-mal genannt wird. “in pericolo” erscheint 6-mal und “legittima” sowie “idonea”
werden jeweils in verschiedenen Formen insgesamt 9-mal erwähnt. Diese Deskriptoren
sind besonders häufig im italienischen Textkorpus vorhanden.

Abbildung 5.8: Boxplots für die Anzahl der Deskriptoren pro Fakt mit Streudiagramm -
Trainingsdaten “de”, “fr” und “it”

In Abbildung 5.8 werden die Anzahlen der vorkommenden Deskriptoren pro zusammenge-
fasster Fakt mit mindestens einem Deskriptor in Boxplots für die deutschen, französischen
und italienischen Trainingsdaten dargestellt. Aus den Grafiken lässt sich ableiten, dass
die Fakten in den deutschen Trainingsdaten durchschnittlich 1 oder 2 Deskriptoren ent-
halten, wobei Ausreißer bis zu 12 Deskriptoren enthalten können. In den französischen
Trainingsdaten sehen wir, dass die Fakten auch durchschnittlich 1 oder 2 Deskriptoren
enthalten, während Ausreißer bis zu 12 Deskriptoren erreichen können. In den italienischen



56 5. Implementierung

Trainingsdaten liegt die durchschnittliche Anzahl an enthaltenen Deskriptoren zwischen 1
und 2, wobei der höchste Ausreißerwert 5 beträgt.

Interpretation der Deskriptorenhäufigkeiten in den zusammengefassten Fak-
ten

Die Analyse der “dispreferred” abgeleiteten Deskriptoren in den zusammengefassten
Fakten von SJP Dataset zeigt zentrale Themen. Der Schutz von Opfern und die Anerken-
nung ihrer Rechte dominieren alle Korpora, was durch häufige Nennungen von “Opfer”,
“victime” und “vittima” in allen zusammengefassten Fakten verdeutlicht wird.

Deskriptoren wie “berechtigt”, “intitulé” und “autorizzato” zeigen die Bedeutung der
formalen Anerkennung und Legitimität von Ansprüchen. Unterschiede in der Häufigkeit,
wie der Schutz vor Bedrohung in den französischen Daten (“menacé”, “en danger”) und
die Betonung sozialer Rollen in deutschen Daten (“Hausfrau”, “Behinderte”) können
rechtliche und kulturelle Schwerpunkte widerspiegeln.

Diese Ergebnisse verdeutlichen, dass Gerichtsurteile des SJP Datasets von “dispreferred”
abgeleiteten Deskriptoren im Kontext von Vulnerabilität, Schutzmaßnahmen und sozialen
Rollen beeinflusst werden können. Aus diesen Erkenntnissen lässt sich ableiten, dass
ein NLP-Modell, das mit diesen zusammengefassten Trainingsdaten trainiert wird, eine
Tendenz zu Bias bei der Klassifizierung der Fakten mit den oben genannten Deskriptoren
aufweisen kann.

Visualisierung der “dispreferred” abgeleiteten Deskriptoren in Chunks aufge-
teilten Trainings- und Testdaten

Die Gesamtzahlen der Vorkommen der verschiedenen Deskriptoren in den deutschen Trai-
ningsdaten, die aus 1794 Chunks bestehen, sind in Abbildung 5.9 dargestellt. Auffallend
ist, dass die Deskriptoren “Opfer” 672-mal, “berechtigt” und “bedroht” in verschiedenen
Formen insgesamt 827- bzw. 277-mal vorkommen. Dabei tritt “behindert” in verschiedenen
Formen 204-mal auf, wobei “Hausfrau” und “gefährdet” 144- bzw. 106-mal vorkommen.

Die Darstellung in Abbildung 5.10 umfasst die französichen Trainingsdaten mit insgesamt
5313 Chunks. Der Deskriptor “victime” erscheint hier 3928-mal, während “intitulé” in
verschiedenen Formen insgesamt 924-mal und “justifié” 499-mal vorkommen. Weitere
häufige Deskriptoren sind “en danger” (688-mal) und “menacé”, der in verschiedenen
Formen insgesamt 528-mal auftritt.

Die Grafik in Abbildung 5.11 präsentiert die Vorkommenszahlen der “dispreferred” ab-
geleiteten Deskriptoren in den italienischen Trainingsdaten, die in 634 Chunks aufgeteilt
sind. Auffällig ist, dass der Deskriptor “vittima” mit 267 Nennungen und “autorizzato” in
verschiedenen Formen insgesamt 318-mal genannt wird. Ebenfalls häufig auftretend sind
“idoneo” und “casalinga” in verschiedenen Formen, insgesamt 56- bzw. 45-mal, wobei
“legittimo” in verschiedenen Formen insgesamt 33-mal vorkommt. Diese Deskriptoren
dominieren das Textkorpus der 634 italienischen Chunks.

In Abbildung 5.12 werden die Gesamtzahlen der Vorkommen für jeden “dispreferred”
abgeleiteten Deskriptor in den deutschen Testdaten dargestellt, die in 426 Chunks aufgeteilt
sind. Deutlich zu erkennen ist, dass “Opfer” 93-mal genannt wird, während “berechtigt” in
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Abbildung 5.9: “dispreferred” abgeleitete Deskriptoren, die in Chunks aufgeteilten deut-
schen Trainingsdaten vorkommen

Abbildung 5.10: “dispreferred” abgeleitete Deskriptoren, die in Chunks aufgeteilten
französischen Trainingsdaten vorkommen
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Abbildung 5.11: “dispreferred” abgeleitete Deskriptoren, die in Chunks aufgeteilten
italienischen Trainingsdaten vorkommen

Abbildung 5.12: “dispreferred” abgeleitete Deskriptoren, die in Chunks aufgeteilten
deutschen Testdaten vorkommen



5.3. Analyse der Vorkommen der “dispreferred” abgeleiteten Deskriptoren 59

Abbildung 5.13: “dispreferred” abgeleitete Deskriptoren, die in Chunks aufgeteilten
französischen Testdaten vorkommen

verschiedenen Formen insgesamt 254-mal auftritt. Des Weiteren erscheinen “bedroht” und
“behindert” in verschiedenen Formen, insgesamt 67- bzw. 16-mal und “gefährdet” 26-mal.
Diese Deskriptoren sind die am häufigsten auftretenden in den 426 deutschen Chunks.

Abbildung 5.13 präsentiert die Gesamtzahlen der Vorkommen für jeden “dispreferred”
abgeleiteten Deskriptor in den französischen Testdaten, die in 1704 Chunks aufgeteilt sind.
Es fällt auf, dass “victime” 713-mal genannt wird, gefolgt von “intitulé” in verschiedenen
Formen insgesamt 432-mal. Weitere häufige Deskriptoren sind “justifié” (91-mal), “en
danger” (252-mal) und “menacé” in verschiedenen Formen insgesamt 284-mal. Diese
Deskriptoren dominieren das Textkorpus der 1704 französischen Chunks.

Die Grafik in Abbildung 5.14 zeigt die Gesamtzahlen der Vorkommen für jeden “disprefer-
red” abgeleiteten Deskriptor in den italienischen Testdaten, die in 154 Chunks aufgeteilt
sind. Auffällig ist, dass “vittima” 31-mal genannt wird, während “autorizzato” in ver-
schiedenen Formen insgesamt 104-mal auftritt. Des Weiteren erscheinen “idoneo” und
“legittimo” in verschiedenen Formen insgesamt 11- bzw. 14-mal, wobei “in pericolo” 9-mal
erscheint. Diese Deskriptoren kommen besonders häufig in den italienischen Testdaten vor.

In Abbildung 5.15 werden die Anzahlen der vorkommenden Deskriptoren pro Chunk mit
mindestens einem Deskriptor in Boxplots für die deutschen, französischen und italieni-
schen Trainingsdaten dargestellt. Aus den Grafiken lässt sich ableiten, dass die Chunks
in den deutschen Trainingsdaten durchschnittlich 1 oder 2 Deskriptoren enthalten, wobei
Ausreißer bis zu 12 Deskriptoren enthalten können. In den französischen Trainingsdaten
sehen wir, dass die Chunks durchschnittlich 1 Deskriptor enthalten, während Ausreißer
bis zu 9 Deskriptoren erreichen können. In den italienischen Trainingsdaten liegt die
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Abbildung 5.14: “dispreferred” abgeleitete Deskriptoren, die in Chunks aufgeteilten
italienischen Testdaten vorkommen

Abbildung 5.15: Boxplots für die Anzahl der Deskriptoren pro Chunk mit Streudiagramm
- Trainingsdaten “de”, “fr” und “it”
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durchschnittliche Anzahl an enthaltenen Deskriptoren zwischen 1 und 2, wobei der höchste
Ausreißerwert 8 beträgt.

Interpretation der Deskriptorenhäufigkeiten in Chunks aufgeteilten Fakten

Die Analyse der “dispreferred” abgeleiteten Deskriptoren in Chunks aufgeteilten Fakten
von SJP Dataset zeigt weiterführende Einblicke in zentrale Themen und Muster, wobei
hier der gesamte Inhalt der Fakten durch Aufteilung in Chunks berücksichtigt wird. In den
Trainings- und Testdaten aller Sprachkorpora dominieren die Themen des Opferschutzes
und der rechtlichen Anerkennung, ähnlich wie in den zusammengefassten Fakten. Dies
wird durch die häufigen Nennungen von “Opfer”, “victime”, “vittima” verdeutlicht.

Deskriptoren wie “berechtigt”, “intitulé” und “autorizzato” zeigen weiterhin die Bedeutung
der formalen Anerkennung und Legitimität von Ansprüchen. Dabei treten die Deskriptoren
“menacé” und “en danger” in den französischen Daten auf, während “Hausfrau” und
“Behindert” in den deutschen Daten häufig vorkommen. Dies kann weiterhin rechtliche und
kulturelle Schwerpunkte widerspiegeln, wie den Schutz vor Bedrohung oder die Betonung
sozialer Rollen.

Diese Ergebnisse unterstreichen erneut wie bei den zusammengefassten Fakten, dass
Gerichtsurteile des SJP Datasets von “dispreferred” abgeleiteten Deskriptoren im Kontext
von Vulnerabilität, Schutzmaßnahmen und sozialen Rollen beeinflusst werden können. Ein
NLP-Modell, das mit diesen Daten trainiert und getestet wird, kann eine Tendenz zu Bias
bei der Klassifizierung der Fakten mit den oben genannten Deskriptoren aufweisen.

In dem nächsten Kapitel werden wir den Binomialtest anwenden, um ein tieferes Ver-
ständnis für die häufig vorkommenden “dispreferred” abgeleiteten Deskriptoren in den
zusammengefassten und in Chunks aufgeteilten Fakten zu erlangen.

5.4 Binomialtest für die “dispreferred” abgeleitetenDe-
skriptoren in den Fakten

Der Binomialtest ist ein weiterer Schritt zur Analyse der als “dispreferred” abgeleiteten
Deskriptoren in den Fakten. Er ermöglicht, in unserem Anwendungsfall, einen Überblick
über die Gesamtverteilung aller Deskriptoren im gesamten Textkorpus der Trainings-
daten zwischen den Klassen “dismissal” und “approval”. Diese Analyse liefert vorab
Informationen darüber, welche Deskriptoren möglicherweise einer bestimmten Klasse
gegenüber voreingenommen sind, indem sie in einer Klasse im Vergleich zur anderen
häufiger auftreten.

Der Binomialtest wurde separat auf den Trainingsdaten für beide Vorgehensweisen -
sowohl für zusammengefasste als auch für in Chunks geteilte Fakten - durchgeführt.
Die resultierenden statistischen Verteilungsergebnisse sowie die Deskriptoren, bei denen
der Binomialtest möglicherweise eine Voreingenommenheit gegenüber einer bestimmten
Klasse aufzeigt, sind in den entsprechenden Tabellen für jede Vorgehensweise aufgeführt.
Dabei repräsentiert 0 die Klasse “dismissal” und 1 die Klasse “approval”.

Anhand der Ergebnisse des Binomialtests für die “dispreferred” abgeleiteten Deskriptoren
in den zusammengefassten Fakten sehen wir in der Tabelle 5.3 die fünf häufigsten und
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Tabelle 5.3: Binomialtest Ergebnisse für die “dispreferred” abgeleiteten Deskriptoren
in den zusammengefassten Fakten der Trainingsdaten. Die 5 häufigsten und seltensten
Tokens.

Token Total_Count 0_Count 0_Prob 1_Count 1_Prob

victime 1833 1481 0.807965 352 0.192035
Opfer 450 363 0.806667 87 0.193333
berechtigt 448 355 0.792411 93 0.207589
en danger 399 254 0.636591 145 0.363409
intitulé 284 237 0.834507 47 0.165493
... ... ... ... ... ...
L’arabe 1 1 1.000000 0 0.000000
silencieux 1 1 1.000000 0 0.000000
très petite 1 1 1.000000 0 0.000000
oriental 1 1 1.000000 0 0.000000
muta 1 1 1.000000 0 0.000000

seltensten Deskriptoren, die in den zusammengefassten Fakten vorkommen, zusammen mit
ihrer Verteilung zwischen den Klassen “dismissal” und “approval”. Da das SJP-Dataset
unausgeglichen ist, liegt die Erwartungsverteilung der Deskriptoren zwischen den Klassen
“dismissal” und “approval” bei 76,23% zu 23,77%. Mithilfe des Binomialtests können die
Verteilungen der häufig vorkommenden “dispreferred” abgeleiteten Deskriptoren schnell
und effizient analysiert werden (siehe Abbildung 5.16). So lässt sich herausfinden, welche
dieser Deskriptoren von der Erwartungsverteilung abweichen und somit ein Zeichen für
Voreingenommenheit gegenüber den Klassen “dismissal” und “approval” darstellen.

Die Ergebnisse des Binomialtests sind in Tabelle 5.4 aufgelistet. Diese Tabelle zeigt die
Verteilungen der Deskriptoren, die eine Voreingenommenheit gegenüber den Klassen
“dismissal” und “approval” aufweisen. Für unsere weitere Analyse nach der statistischen
Untersuchung der Häufigkeiten der “dispreferred” abgeleiteten Deskriptoren in den Trai-
ningsdaten erhalten wir zusätzlich die Klassen dieser Deskriptoren, die voreingenom-
men sein können. Aus diesem Grund fokussieren wir uns auf die Ergebnisse der häufig
vorkommenden Deskriptoren. Dabei sehen wir, dass Deskriptoren wie “victime”, “Op-
fer”, “berechtigt”, “intitulé”, “menacé” und “bedroht” gegenüber der Klasse “dismissal”
voreingenommen sind, während Deskriptoren wie “en danger”, “justifié”, “Hausfrau”,
“Behinderte” gegenüber der Klasse “approval” voreingenommen sind.

Im Kontext unserer Bias-Analyse haben wir festgestellt, dass häufig vorkommende “dis-
preferred” abgeleitete Deskriptoren in den Trainingsdaten des SJP Datasets aufgrund der
ungleichen Verteilung zwischen den Labels zu einer bestimmten Klasse voreingenom-
men sein können. Ein NLP-Modell, das später mit diesem Dataset trainiert wird, kann
dadurch beeinflusst werden. Beispielsweise könnte das Modell bei der Klassifizierung von
Fakten, in denen die Deskriptoren “victime”, “Opfer”, “berechtigt”, “intitulé”, “menacé”
und “bedroht” vorkommen, mit der Klasse “dismissal” assoziieren. Ebenso könnte es bei
Fakten mit den Deskriptoren “en danger”, “justifié”, “Hausfrau” und “Behinderte” eine
Assoziation mit der Klasse “approval” herstellen.
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Der Binomialtest wurde auch für die in Chunks aufgeteilten Trainingsdaten durchgeführt.
Die fünf häufigsten sowie seltensten Deskriptoren sind in Tabelle 5.5 dargestellt, während
die voreingenommenen Klassen der Deskriptoren in Tabelle 5.6 aufgelistet sind. Die Er-
gebnisse des Binomialtests für die Chunked-Daten entsprechen den Ergebnissen des Tests
für die zusammengefassten Trainingsdaten und bestätigen somit die Analyseergebnisse.
Daher werden die bereits untersuchten häufig vorkommenden Deskriptoren in den nächsten
Phasen unserer Arbeit weiter im Fokus stehen, insbesondere in der Phase der Analyse der
Klassifizierungsergebnisse des Modells und der Visualisierung der Aufmerksamkeiten.

Abbildung 5.16: Häufigkeit der “dispreferred” abgeleiteten Deskriptoren, in den zusam-
mengefassten Trainingsdaten
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Tabelle 5.4: “dispreferred” abgeleitete Deskriptoren in den zusammengefassten Trainings-
daten, die eine Voreingenommenheit gegenüber den Klassen “dismissal” und “approval”
aufweisen.

Klasse “dismissal” Klasse “approval”
victime en danger
Opfer justifié
berechtigt Hausfrau
intitulé Behinderte
menacé behindert
bedroht idoneo
autorizzato non protetti
menacée sehbehinderte
bedrohte schwerhörig
célibataire tétraplégique
in pericolo silencieuse
arabe latin
dürr JAP
... kürzer
... Arabisch
... Spektrum
... Latino

13 17
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Tabelle 5.5: Binomialtest Ergebnisse für die “dispreferred” abgeleiteten Deskriptoren in
Chunks aufgeteilten Fakten der Trainingsdaten. Die 5 häufigsten und seltensten Tokens.

Token Total_Count 0_Count 0_Prob 1_Count 1_Prob

victime 3928 3132 0.797352 796 0.202648
berechtigt 712 568 0.797753 144 0.202247
intitulé 709 593 0.836389 116 0.163611
en danger 695 481 0.692086 214 0.307914
Opfer 672 535 0.796131 137 0.203869
... ... ... ... ... ...
une célibataire 1 1 1.000000 0 0.000000
idiote 1 0 0.000000 1 1.000000
sehr kurz 1 0 0.000000 1 1.000000
un fruit 1 0 0.000000 1 1.000000
minacciata 1 1 1.000000 0 0.000000

Abbildung 5.17: Häufigkeit der “dispreferred” abgeleiteten Deskriptoren, in Chunks
aufgeteilten Trainingsdaten
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Tabelle 5.6: “dispreferred” abgeleitete Deskriptoren in Chunks aufgeteilten Trainings-
daten, die eine Voreingenommenheit gegenüber den Klassen “dismissal” und “approval”
aufweisen.

Klasse “dismissal” Klasse “approval”
victime en danger
intitulé Hausfrau
berechtigt Behinderte
Opfer behindert
menacé délicate
bedroht idoneo
autorizzato non protetti
menacée latin
gefährdet ungeschützt
casalinga handicapée
in pericolo tétraplégique
arabe trés court
autorizzate délicat
legittima silencieux
a rischio latine
non protégée sehbehinderte
muette JAP
paralysée schwerhörig
dürr paralysé
maigre cieco
... Spektrum
... autistisch
... Arabisch
... handicapé de la vue
... kürzer
... Latino
... non protégé

20 27
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5.5 Feintuning und Performanzanalyse

Für jede der beiden Vorgehensweisen wurden jeweils drei Modelle mit verschiedenen Seeds
feingetunt und in einer Sammlung 6 auf dem Hugging Face Hub gespeichert. Dabei wurde
das vortrainierte Modell “legal-swiss-roberta-large” 7 von Niklaus et al. [23] verwendet, das
auf dem Hugging Face Hub veröffentlicht ist. Da dieses Modell spezifisch mit juristischen
Quellen vortrainiert ist und 24 Sprachen abdeckt, war es ein geeigneter Ausgangspunkt für
das Feintuning mit dem SJP-Dataset für Textklassifikation.

Für das Feintuning des Modells mit verschiedenen Seeds für beiden Vorgehensweisen
wurde die Hugging Face Transformers-Bibliothek verwendet. Diese Bibliothek ermöglicht
es, vortrainierte Modelle für spezifische Aufgaben anzupassen, wie Textklassifikation,
Tokenklassifikation oder Fragenbeantwortung, und die Leistung auf neuen Daten zu verbes-
sern. In unserem implementierten Quellcode für das Feintuning wurden folgende Klassen
und Bibliotheken verwendet.

• Die datasets Bibliothek zum Laden und Verarbeiten von Datensätzen.

• Die AutoTokenizer Klasse zur Tokenisierung von Textdaten.

• Das RobertaForSequenceClassification Modell für die Klassifikation von Sequenzen.

• Die TrainingArguments Klasse zum Konfigurieren des Trainings.

– Unter den Trainingsparametern wurden die Werte für “learning_rate”, “seed”,
“per_device_train_batch_size” und “weight_decay” konfiguriert. Die “Lernrate”
wurde auf 2e-5 gesetzt, was ein häufig verwendeter Wert bei Feintuningsprozes-
sen ist. Die Batchgröße für das Feintuning wurde basierend auf der Kapazität der
Server-GPUs auf 20 pro Gerät festgelegt, sodass bei jedem Schritt des Feintu-
nings ein Batch der Größe 40 verarbeitet wurde. Der Wert für “weight_decay”
wurde auf 0.01 festgelegt, um die Größe der Gewichte des Modells während
des Trainings zu regulieren. Beim Training eines neuronalen Netzes besteht das
Risiko, dass die Gewichte im Modell zu groß werden und sich zu stark an die Trai-
ningsdaten anpassen. Dies könnte zu Überanpassung führen, einem Phänomen,
bei dem das Modell die Trainingsdaten sehr genau lernt, aber Schwierigkeiten
hat, auf neue Daten zu generalisieren. Dieses Problem wird durch Verwendung
von “weight_decay” vermieden.

• Die Trainer Klasse für das eigentliche Training.

• Die DataCollatorWithPadding Klasse für das Padding von Datenbatches.

• Die compute_class_weight Funktion aus sklearn.utils.class_weight zur Berechnung
von Klassengewichten.

• Die DataParallel Klasse zur parallelen Verarbeitung von Daten.

• Die huggingface_hub Bibliothek zum Hochladen von Modellen in das Modellhub von
Hugging Face.

6https://huggingface.co/collections/mhmmterts/
7https://huggingface.co/joelniklaus/legal-swiss-roberta-large

https://huggingface.co/collections/mhmmterts/
https://huggingface.co/joelniklaus/legal-swiss-roberta-large
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Das SJP-Dataset ist, wie in Abbildung 2.12 zu sehen, ein unausgeglichenes Dataset. Von
den insgesamt 59.709 Trainingsdaten sind 45.516 (76,23%) mit “dismissal” und 14.193
(23,77%) mit “approval” gelabelt sind. Dies führt zu Schwierigkeiten beim Feintuning
des Modells, da das Modell bei mehreren Performanzanalysen nach dem Feintuning dazu
neigt, immer die Mehrheitsklasse “dismissal” zu wählen, was kein gewünschtes Ergebnis
unserer Arbeit ist. Deshalb wurde ein benutzerdefinierter Trainer implementiert, der die
compute_class_weight Funktion aus sklearn.utils.class_weight importiert hat und bei
jedem Schritt des Feintunings die Klassengewichte anpasst, um das Ungleichgewicht zu
reduzieren.

Nach der Implementierung und Nutzung des benutzerdefinierten Trainers mit der Me-
thode zur Klassengewichtung wurde das Problem beim Feintuning gelöst. Es wurden
jeweils drei neue ausbalancierte Modelle mit verschiedenen Seeds feingetuned und auf
Hugging Face Hub hochgeladen. Anschließend wurde auf diesen Modellen eine Perfor-
manzanalyse mit den Testdaten durchgeführt, bei der die Precision (Präzision), Recall
(Sensitivität), Accuracy (Genauigkeit) und der F1-score dieser Modelle ermittelt wurden.
Diese Bewertungsmetriken werden im Folgenden kurz erklärt.

Precision (Präzision)

Die Präzision misst den Anteil der korrekt als positiv vorhergesagten Instanzen (True
Positives) unter allen vorhergesagten positiven Instanzen (True Positives + False Positives).
In der Textklassifikation gibt die Präzision an, wie gut das Modell darin ist, relevante
Instanzen richtig zu klassifizieren, d.h., wie genau es die positiven Klassen vorhersagt.

precision =
TP

TP + FP
(5.1)

Recall (Sensitivität)

Die Sensitivität misst den Anteil der korrekt als positiv vorhergesagten Instanzen (True
Positives) unter allen tatsächlich positiven Instanzen (True Positives + False Negatives). In
der Textklassifikation gibt die Sensitivität an, wie viele der tatsächlich relevanten Instanzen
das Modell korrekt identifiziert, d.h., wie gut es in der Lage ist, alle positiven Klassen zu
erfassen.

recall =
TP

TP + FN
(5.2)

F1-Score

Der F1-Score ist eine Kennzahl, die das harmonische Mittel zwischen Präzision und
Sensitivität darstellt. Durch die Kombination dieser beiden Metriken zu einer einzigen Zahl
bietet der F1-Score eine ausgewogene Bewertung der Modellleistung. Er ist besonders
nützlich, wenn sowohl Präzision als auch Sensitivität von Bedeutung sind und ein Ausgleich
zwischen beiden angestrebt wird. Ein hoher F1-Score zeigt an, dass das Modell sowohl
präzise als auch in der Lage ist, relevante Instanzen effektiv zu identifizieren.

F1 = 2× precision × recall
precision + recall

(5.3)
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Accuracy (Genauigkeit)

Die Genauigkeit misst die Gesamtgenauigkeit des Modells und gibt an, wie gut es in der
Lage ist, alle Klassen korrekt zu klassifizieren. Eine hohe Genauigkeit bedeutet, dass das
Modell die Daten insgesamt gut klassifiziert, während eine niedrige Genauigkeit darauf
hinweist, dass das Modell Schwierigkeiten hat, die Daten korrekt zu klassifizieren.

accuracy =
TP + TN

TP + FN + TN + FP
(5.4)

Die Ergebnisse zur Performanzanalyse der mit verschiedenen Seeds feingetunten Modelle
sind in den folgenden Tabellen aufgeführt.

Seed Klasse Precision Recall F1-Score Support

16 Dismissal (0) 0.91 0.70 0.79 14.026
Approval (1) 0.36 0.72 0.48 3.331

Accuracy - - - 0.70 17.357
Macro Avg - 0.63 0.71 0.63 17.357
Weighted Avg - 0.81 0.70 0.73 17.357

Tabelle 5.7: Modell mit Seed 16, das erfolgreich 8 mit zusammengefassten Testdaten
getestet wurde.

Seed Klasse Precision Recall F1-Score Support
48 Dismissal (0) 0.90 0.82 0.86 14.026

Approval (1) 0.45 0.61 0.52 3.331

Accuracy - - - 0.78 17.357
Macro Avg - 0.67 0.72 0.69 17.357
Weighted Avg - 0.81 0.78 0.93 17.357

Tabelle 5.8: Modell mit Seed 48, das erfolgreich mit zusammengefassten Testdaten getes-
tet wurde.

Seed Klasse Precision Recall F1-Score Support
80 Dismissal (0) 0.90 0.86 0.88 14.026

Approval (1) 0.49 0.58 0.53 3.331

Accuracy - - - 0.80 17.357
Macro Avg - 0.69 0.72 0.70 17.357
Weighted Avg - 0.82 0.80 0.81 17.357

Tabelle 5.9: Modell mit Seed 80, das erfolgreich mit zusammengefassten Testdaten getes-
tet wurde.

8Hier ist mit erfolgreich gemeint, dass das Modell unter Verwendung von Klassengewichtung nicht mehr
automatisch die Mehrheitsklasse “dismissal” für die Klassifikation der Fakten auswählt.
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Bei der Performanzanalyse des Modells, das mit in Chunks aufgeteilten Fakten getestet
wurde, wird das Endergebnis der Klassifikation eines Fakts anhand der Mehrheit seiner
vorhergesagten Chunk-Ergebnisse festgestellt. Falls die Anzahl der vorhergesagten Chunks
gleichmäßig in zwei Klassen aufgeteilt ist, wird als Endklassifikationsergebnis die Klasse
“dismissal” gewählt. Dies geschieht, da die Labels im Trainings- und Testset des SJP-
Datasets unausgeglichen sind und etwa 80% der Labels “dismissal” entsprechen, um eine
höhere Genauigkeit bei der Vorhersage der Endergebnisse gezielt zu erreichen.

Ein weiteres Problem beim Feintuning des Modells mit in Chunks aufgeteilten Fakten war,
dass das Modell auch nach dem Einsatz von Klassengewichtung beim Feintuning dazu
neigte, die Mehrheitsklasse zu wählen. Aus diesem Grund wurde das erste erfolgreich
feingetunte Modell, das ausgewogene Vorhersagen liefert, für die weitere Analyse der
vorhergesagten Fakten mit Deskriptoren verwendet. Dabei wurde mit dem Seed 48 ein
ausgewogenes Klassifikationsergebnis erzielt. Die Ergebnisse der Performanzanalyse sind
wie folgt.

Seed Klasse Precision Recall F1-Score Support

48 Dismissal (0) 0.88 0.88 0.88 14.026
Approval (1) 0.49 0.48 0.49 3.331

Accuracy - - - 0.81 17.357
Macro Avg - 0.69 0.68 0.69 17.357
Weighted Avg - 0.81 0.80 0.81 17.357

Tabelle 5.10: Modell mit Seed 48, das erfolgreich mit in Chunks aufgeteilten Testdaten
getestet wurde.

5.6 Analyse der Vorkommen der “dispreferred” abge-
leiteten Deskriptoren in den vorhergesagten Fak-
ten

Für unsere Arbeit haben wir zunächst die gewünschten Modelle für die Textklassifikation
feingetunt und anschließend eine Performanzanalyse durchgeführt. Der nächste Schritt
unserer Untersuchung besteht darin, für beide Vorgehensweisen ein Modell auszuwählen,
um die Vorkommen der “dispreferred” abgeleiteten Deskriptoren in den deutschen, franzö-
sischen und italienischen falsch vorhergesagten Testdaten zu analysieren. Dabei wurden
die Modelle mit der schlechtesten Performanz ausgewählt, um eine höhere Anzahl an
falsch vorhergesagten Fakten mit Deskriptoren analysieren zu können. Aus den Modellen,
die mit zusammengefassten Testdaten getestet wurden, wird das Modell mit der geringsten
Genauigkeit, das mit dem Seed 16 9, und das einzige Modell, das erfolgreich mit in Chunks
aufgeteilten Fakten getestet wurde, das Modell mit dem Seed 48 10, für die weitere Analyse
unserer Arbeit verwendet.

9https://huggingface.co/mhmmterts/fine_tuned_model_on_SJP_dataset_all_balanced_512_tokens_s
ummarized_seed_16

10https://huggingface.co/mhmmterts/fine_tuned_model_on_SJP_dataset_all_balanced_chunked_510_to
kens_seed_48

https://huggingface.co/mhmmterts/fine_tuned_model_on_SJP_dataset_all_balanced_512_tokens_summarized_seed_16
https://huggingface.co/mhmmterts/fine_tuned_model_on_SJP_dataset_all_balanced_512_tokens_summarized_seed_16
https://huggingface.co/mhmmterts/fine_tuned_model_on_SJP_dataset_all_balanced_chunked_510_tokens_seed_48
https://huggingface.co/mhmmterts/fine_tuned_model_on_SJP_dataset_all_balanced_chunked_510_tokens_seed_48
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Visualisierung der “dispreferred” abgeleiteten Deskriptoren in den vorherge-
sagten zusammengefassten Testdaten

In den folgenden Abbildungen sind die Anteile der richtig und falsch klassifizierten Fakten
pro enthaltenem Deskriptor und Label der zusammengefassten bzw. in Chunks aufgeteilten
deutschen, französischen und italienischen Testdaten dargestellt. Die Vorkommen der De-
skriptoren werden mit jeweils zwei verschiedenen Balken visualisiert: blaue Balken für das
Label “approval” und orange Balken für das Label “dismissal”. Zusätzlich werden die An-
teile der Deskriptoren in den richtig und falsch klassifizierten Fakten vorkommen innerhalb
der Balken durch Schraffierung (für richtige Klassifizierungen) bzw. ohne Schraffierung
(für falsche Klassifizierungen) dargestellt. Falls ein Deskriptor in einem Fakt mehrmals
vorkommt, wird die Gesamtzahl der Vorkommen dieses Deskriptors in dem entsprechenden
Balken dargestellt. Das bedeutet, dass der Deskriptor nicht pro Fakt nur einmal gezählt
wird.

Abbildung 5.18: Anteil der richtig/falsch klassifizierten Instanzen pro enthaltenem De-
skriptor und Label in den zusammengefassten deutschen Testdaten vorkommen

In Abbildung 5.18 sind die Anteile der richtig und falsch klassifizierten Fakten pro enthal-
tenem Deskriptor und Label der 303 zusammengefassten deutschen Testdaten dargestellt.
Aus den häufig vorkommenden Deskriptoren in den zusammengefassten deutschen Testda-
ten taucht der Deskriptor “berechtigt” 109-mal in den Fakten mit dem Label “dismissal”
auf, wobei 74 davon in richtig und 35 davon in falsch klassifizierten Fakten vorkommen.
Im gegensatz dazu taucht dieser Deskriptor 29-mal in den Fakten mit dem Label “ap-
proval” auf, wobei 12 davon in den richtig und 14 davon in den falsch klassifizierten
Fakten vorkommen. Da dieser Deskriptor in dem Binomialtest (siehe Tabelle 5.4) auch
eine Voreingenommenheit gegenüber der Klasse “dismissal” gezeigt hat und eine höhere
Präzision bei der Klassifizierung von Fakten mit dem Label “dismissal” aufweist, könnte
dies ein Zeichen für Bias in unserem Modell sein.
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Weitere Deskriptoren wie “bedroht” und “Opfer” wurden ebenfalls in dem Binomialtest als
voreingenommen gegenüber der Klasse “dismissal” identifiziert. Die Klassifizierungser-
gebnisse aus der Grafik für diese Deskriptoren zeigen jedoch keine Anzeichen dafür, dass
diese Deskriptoren zu voreingenommenen Klassifizierungen führen könnten. So taucht
beispielsweise der Deskriptor “bedroht” 34-mal in den Fakten mit dem Label “dismissal”
auf, wobei 25 davon in richtig und 9 davon in falsch klassifizierten Fakten vorkommen. Im
Gegensatz dazu erscheint dieser Deskriptor 9-mal in den Fakten mit dem Label “approval”,
wobei 8 davon in richtig und 1 davon in falsch klassifizierten Fakten vorkommen. Somit
sehen wir, dass das Modell für beide Klassen eine hohe Präzision aufweist und daher kein
direktes Zeichen für Bias daraus abgeleitet werden kann.

Abbildung 5.19: Anteil der richtig/falsch klassifizierten Instanzen pro enthaltenem De-
skriptor und Label in den zusammengefassten französischen Testdaten vorkommen

Die Grafik in Abbildung 5.19 zeigt die Anteile der richtig und falsch klassifizierten
Fakten pro enthaltenem Deskriptor und Label der 689 zusammengefassten französischen
Testdaten. Besonders auffällig sind die Klassifizierungsergebnisse für die Deskriptoren
“victime”, “intitulé”, “en danger” und “menacé”. Alle diese Deskriptoren wurden durch
den Binomialtest als voreingenommen gegenüber der Klasse “dismissal” identifiziert, mit
Ausnahme des Deskriptors “en danger” , der als voreingenommen gegenüber der Klasse
“approval” identifizert wurde. Der Deskriptor “victime” erscheint 251-mal in den Fakten
mit dem Label “dismissal”, davon kommen 172 in richtig und 79 in falsch klassifizierten
Fakten vor. Im Gegensatz dazu taucht dieser Deskriptor 47-mal in den Fakten mit dem
Label “approval” auf, davon kommen 32 in richtig und 15 in falsch klassifizierten Fakten
vor. Obwohl dieser Deskriptor in dem Binomialtest potenziell voreingenommen gegenüber
der Klasse “dismissal” identifiziert wurde, zeigen die Klassifizierungsergebnisse, dass das
Modell für beide Klassen eine ähnlich hohe Präzision aufweist und kein wesentliches Bias
gelernt hat.
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Ein weiterer Deskriptor, “intitulé”, der in dem Binomialtest als voreingenommen gegenüber
der Klasse “dismissal” identifiziert wurde, erscheint 100-mal in den Fakten mit dem Label
“dismissal”, während 77 davon in richtig und 23 davon in falsch klassifizierten Fakten
auftauchen. Hingegen tritt dieser Deskriptor 20-mal in den Fakten mit dem Label “approval”
auf, wobei 13 davon in richtig und 7 davon in falsch klassifizierten Fakten erscheinen.
Dabei weist das Modell bei der Klassifizierung von Fakten mit dem Label “dismissal” eine
höhere Präzision auf. Dies könnte erneut ein Zeichen dafür sein, dass unser Modell bei der
Klassifizierung von Fakten mit diesem Deskriptor dazu zeigt, “dismissal” zu bevorzugen.

Abbildung 5.20: Anteil der richtig/falsch klassifizierten Instanzen pro enthaltenem De-
skriptor und Label in den zusammengefassten italienischen Testdaten vorkommen

Abbildung 5.20 präsentiert die Anteile der richtig und falsch klassifizierten Fakten pro
enthaltenem Deskriptor und Label der 79 zusammengefassten italienischen Testdaten.
Auffällig sind hier die Klassifizierungsergebnisse der Deskriptoren “autorizzato”, “vittima”
und “in pericolo”. Der Deskriptor “autorizzato” wurde in dem Binomialtest (siehe Tabel-
le 5.4) als voreingenommen gegenüber der Klasse “dismissal” identifiziert. Dabei erscheint
er 24-mal in den Fakten mit dem Label “dismissal”, während 17 davon in richtig und 7
davon in falsch klassifizierten Fakten auftauchen. Dagegen taucht dieser Deskriptor 5-mal
in den Fakten mit dem Label “approval” auf, davon kommen 4 in richtig und 1 in falsch
klassifizierten Fakten vor. Somit sehen wir, dass dieser Deskriptor für beide Klassen eine
ähnlich hohe Präzision aufweist und unser Modell daher keinen Bias daraus gelernt hat.

Der nächste Deskriptor “vittima”, der in keinem der Binomialtests als voreingenommen
gegenüber einer Klasse identifiziert wurde, tritt 17-mal in den Fakten mit dem Label
“dismissal” auf, wobei 15 davon in richtig und 2 davon in falsch klassifizierten Fakten
auftauchen. Andererseits taucht dieser Deskriptor 5-mal in den Fakten mit dem Label
“approval” auf, davon kommen 3 in richtig und 2 in falsch klassifizierten Fakten vor. Aus
diesen Ergebnissen lässt sich ableiten, dass der Deskriptor auch eine hohe Präzision bei
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der Klassifizierung von Fakten mit dem Label “dismissal” aufweist, obwohl er in dem
Binomialtest nicht als voreingenommen gegenüber einer bestimmten Klasse identifiziert
wurde. Es ist jedoch schwierig zu sagen, dass unser Modell einen Bias daraus gelernt hat,
da die Anzahl der Vorkommen der Deskriptoren und der klassifizierten Fakten zu gering
ist, was zu fehlerhaften Beurteilungen führen kann.

Der letzte Deskriptor den wir hier näher betrachten, ist “in pericolo”, der 2-mal in den
Fakten mit dem Label “dismissal” auftaucht, während alle 2 davon in richtig klassifizierten
Fakten auftauchen. Dagegen erscheint dieser Deskriptor 4-mal in den Fakten mit dem
Label “approval”, während alle 4 davon in richtig klassifizierten Fakten vorkommen. Auch
wenn die Anzahl der Vorkommen hier zu gering ist, zeigen die Klassifizierungsergebnisse
ein neutrales Verhältnis frei von Bias, sodass alle Klassifizierungen für die Labels “dis-
missal” und “approval” richtig sind, obwohl dieser Deskriptor in dem Binomialtest als
voreingenommen gegenüber der Klasse “dismissal” identifiziert wurde.

Es ist wichtig zu erwähnen, dass die Anzahl der Vorkommen der Deskriptoren in den ita-
lienischen Testdaten am geringsten ist, da das SJP-Dataset nur 812 Fakten in italienischen
Testdaten enthält. Zusätzlich können aufgrund unserer Vorgehensweise, diese Fakten auf
512 Tokens zusammenzufassen, fehlerhafte Beobachtungen aus den Klassifizierungsergeb-
nissen resultieren.
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Visualisierung der “dispreferred” abgeleiteten Deskriptoren in den vorherge-
sagten und in Chunks aufgeteilten Testdaten

Abbildung 5.21: Anteil der richtig/falsch klassifizierten Instanzen pro enthaltenem De-
skriptor und Label in Chunks aufgeteilten deutschen Testdaten vorkommen

In Abbildung 5.21 sind die Anteile der richtig und falsch klassifizierten Chunks pro enthal-
tenem Deskriptor und Label der 426 in Chunks aufgeteilten deutschen Testdaten dargestellt.
Die Deskriptoren “berechtigt”, “Opfer”, “gefährdet” und “bedroht”, die in dem Binomial-
test (siehe Tabelle 5.6) als voreingenommen gegenüber der Klasse “dismissal” identifiziert
wurden erscheinen erneut. Aus der Grafik ist ersichtlich, dass diese Deskriptoren für die
Klasse “dismissal” eine höhere Präzision aufweisen als für die Klasse “approval”. Die-
se Beobachtung legt nahe, dass das Vorkommen dieser Deskriptoren in den Fakten zu
voreingenommenen Klassifizierungen des Modells geführt hat.

Die Abbildung 5.22 zeigt die Anteile der richtig und falsch klassifizierten Chunks pro
enthaltenem Deskriptor und Label der 1704 in Chunks aufgeteilten französischen Test-
daten. Aus der Grafik lässt sich ableiten, dass die Deskriptoren “victime”, “intitulé” und
“menacé” für die Klasse “dismissal” eine höhere Präzision aufweisen als für die Klasse
“approval”. Diese Deskriptoren wurden auch in dem Binomialtest (siehe Tabelle 5.6) als
voreingenommen gegenüber der Klasse “dismissal” identifiziert .

Der Deskriptor “en danger” unterscheidet sich von den oben genannten Deskriptoren.
Obwohl er in dem Binomialtest als voreingenommen gegenüber der Klasse “approval”
identifiziert wurde, zeigt dieser Deskriptor für die Klasse “dismissal” eine höhere Präzision
als für die Klasse “approval”. Daraus lässt sich ableiten, dass unser Modell bei Vorkommen
der Deskriptoren “victime”, “intitulé” und “menacé” eher dazu neigt, die Klasse “dismissal”
zu wählen. Die Vorkommen des Deskriptors “en danger” in den Chunks beeinflussen das
Modell jedoch nicht wie erwartet aus den Erkenntnissen des Binomialtests zur Vorhersage
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Abbildung 5.22: Anteil der richtig/falsch klassifizierten Instanzen pro enthaltenem De-
skriptor und Label in Chunks aufgeteilten französischen Testdaten vorkommen

der Klasse “approval”, sondern das Modell neigt weiterhin dazu, die Klasse “dismissal” zu
wählen.

In Abbildung 5.23 werden die Anteile der richtig und falsch klassifizierten Chunks pro
enthaltenem Deskriptor und Label der 154 in Chunks aufgeteilten italienischen Testdaten
dargestellt. Besonders auffällig ist in der Grafik der Deskriptor “autorizzati”, was die Plural-
form des Deskriptors “autorizzato” ist. Er unterscheidet sich von ihren Geschlechtsformen
“autorizzato” und ‘autorizzata”, wobei er 44-mal in den Chunks mit dem Label “dismis-
sal” auftaucht, während 6 davon in richtig und 38 davon in falsch klassifizierten Chunks
auftauchen. Dadurch weist dieser Deskriptor für die Klasse “dismissal” eine geringere
Präzision auf als für die Klasse “approval”. Dies könnte bedeuten, dass unser Modell bei
Vorkommen des Deskriptors “autorizzati” in den Chunks die Klasse “dismissal” vermeidet
zu wählen.

Des Weiteren weisen die Deskriptoren “autorizzato”, “autorizzata”, “legittima” und “vitti-
ma” eine hohe Präzision für die Klasse “dismissal” auf. Diese wurden in dem Binomialtest
(siehe Tabelle 5.6) als voreingenommen gegenüber der Klasse “dismissal” identifiziert.
Somit neigt unser Modell bei Vorkommen dieser Deskriptoren dazu, die Klasse “dismissal”
zu wählen, während es bei Vorkommen des Deskriptors “autorizzati” die Klasse “approval”
bevorzugt.

Insgesamt lässt sich aus unserer Analyse der Vorkommen der “dispreferred” abgeleiteten
Deskriptoren in den vorhergesagten Fakten sowie Chunks ableiten, dass die häufig vor-
kommenden Deskriptoren teilweise zum Bias in unserem Modell geführt haben. Dieser
Bias wurde durch Häufigkeitsanalyse der vorhandenen Deskriptoren in der Phase der
Binomialtests auch untersucht, wobei die Deskriptoren als voreingenommen gegenüber
einer Klasse identifiziert wurden. Anhand der Klassifizierungsergebnisse unseres Modells
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Abbildung 5.23: Anteil der richtig/falsch klassifizierten Instanzen pro enthaltenem De-
skriptor und Label in Chunks aufgeteilten italienischen Testdaten vorkommen

sind die Deskriptoren, die gegenüber der Klasse “dismissal” eine Voreingenommenheit
aufweisen “berechtigt”, “Opfer”, “gefährdet”, “bedroht”, “intitulé”, “victime”, “menacé”,
“autorizzato”, “autorizzata”, “legittima” und “vittima”. Der Deskriptor “autorizzati” weist
hingegen eine Voreingenommenheit gegenüber der Klasse “approval” auf. Eine weitere
Erkenntnis ist, dass unser Modell bei der Vorhersage der Fakten aus der Klasse “dismissal”
mehr richtige Vorhersagen getroffen hat, während bei Vorhersagen für Fakten aus der
Klasse “approval” mehr Fehler gemacht wurden.

Der Grund dafür könnte die Verwendung des unausgeglichenen SJP Datasets sein, bei
dem die Fakten der Gerichtsurteile zu 76,23% aus der Klasse “dismissal” und zu 23,77%
aus der Klasse “approval” bestehen. Daraus folgend könnte das Modell beim Training
trotz Nutzung von Klassengewichtung durch das Ungleichgewicht der Klassen beeinflusst
worden sein, sodass bei den Vorhersagen eher die Klasse “dismissal” bevorzugt wird.

Im nächsten Kapitel werden wir die falsch vorhergesagten Fakten sowie Chunks, die die
“dispreferred” abgeleiteten Deskriptoren enthalten, für unseren letzten Analyseschritt “At-
tention Visualization” (Aufmerksamkeitsvisualisierung) bereitstellen. Dabei ist unser Ziel
festzustellen, ob die Deskriptoren aus unserer Analyse der Häufigkeiten und des Binomial-
tests, die eine Voreingenommenheit gegenüber einer Klasse (“dismissal” oder “approval”)
aufweisen, tatsächlich die Vorhersage des Modells beeinflusst haben. Dies geschieht durch
die Visualisierung und Interpretation der Attention Scores (Aufmerksamkeitswerte) der
“dispreferred” abgeleiteten Deskriptoren in den falsch vorhergesagten Fakten und Chunks.
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5.7 Attention Visualisierung
Durch die Analyse von falsch vorhergesagten Fakten sowie Chunks, die die “dispreferred”
abgeleiteten Deskriptoren enthalten, haben wir die endgültige Anzahl an Fakten und
Chunks bestimmt, die wir mithilfe von Attention Visualisierung genauer untersuchen
werden. Dieser Abschnitt unserer Arbeit markiert den finalen Schritt, um festzustellen und
zu visualisieren, ob die mit “dispreferred” abgeleiteten Deskriptoren eine wichtige Rolle
bei der Klassenvorhersage durch das verwendete Modell spielen.

Attention Visualization (Aufmerksamkeitsvisualisierung) ist ein wesentliches Instrument
zur Analyse von Textdaten in einem Textklassifikationsmodell. Sie ermöglicht die Identifi-
zierung und Bewertung der Relevanz einzelner Wörter oder Token für die Klassenvorher-
sage. Technisch gesehen basiert die Aufmerksamkeitsvisualisierung auf der Berechnung
von Wortattributen, die die Bedeutung jedes Tokens für ein bestimmtes Modell im Kontext
des gesamten Textes anzeigen. Dieses Verfahren ermöglicht es, die Gewichtung einzelner
Wörter hervorzuheben, die zur Klassifizierung beitragen.

Die Aufmerksamkeitsvisualisierung beginnt mit der Extraktion von Textinhalten aus den
falsch vorhergesagten Testdaten des SJP-Datasets. Hierbei wird der Textinhalt mit dem
Tokenizer “joelniklaus/legal-swiss-roberta-large” 11 des verwendeten Modells tokenisiert.
Während dieses Prozesses werden die erforderlichen Transformationen für die Eingabe in
das Modell durchgeführt, wie das Hinzufügen von Padding-Token und die Begrenzung auf
eine maximale Länge von 512 Tokens. Die Aufmerksamkeitsvisualisierungen werden se-
parat für beide Vorgehensweisen durchgeführt: sowohl für zusammengefasste als auch für
in Chunks aufgeteilte falsch vorhergesagte Fakten mit Deskriptoren. Für die Implementie-
rung dieser Visualisierungen werden die Bibliotheken captum und transformers_interpret
verwendet.

• Die Bibliothek transformers_interpret wird verwendet, um Interpretationstechni-
ken für Modelle aus der Hugging Face transformers Bibliothek bereitzustellen. Sie
bietet spezialisierte Werkzeuge zur Analyse und Methoden zur Erklärung von NLP-
Modellen, einschließlich Sequenzklassifizierung und Textgenerierung.

• Die Bibliothek captum wird zur Attribution und Interpretation von Modellen verwen-
det, insbesondere in PyTorch-basierten Deep-Learning-Anwendungen.

– Ein zentrales Element dieser Bibliothek ist die Klasse IntegratedGradients, wel-
che dazu dient, die Attributionen für die Eingabemerkmale eines Modells zu
berechnen. Die Methode basiert auf dem Konzept der “Integrated-Gradients”,
einer Technik zur Berechnung der Beitragsgewichtungen einzelner Eingabe-
merkmale zur Modellvorhersage. Die Verwendung dieser Methode ist besonders
nützlich, um zu verstehen, wie sich Änderungen in den Eingabedaten auf die
Modellvorhersage auswirken und welche Eingabemerkmale den größten Einfluss
auf die Vorhersage haben.

– Ein weiteres wichtiges Element der captum Bibliothek ist das visualization Mo-
dul, das Funktionen zur Visualisierung von Attributionen bereitstellt. Visuelle
Darstellungen der Attributionen ermöglichen es, auf einen Blick zu erkennen,

11https://huggingface.co/joelniklaus/legal-swiss-roberta-large

https://huggingface.co/joelniklaus/legal-swiss-roberta-large
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welche Bereiche der Eingabedaten für die Modellvorhersage besonders wichtig
sind. Diese Visualisierungen können dazu beitragen, Muster zu erkennen, Fehler
zu diagnostizieren und das Verhalten des Modells besser zu verstehen.

In unserer Arbeit nutzen wir den SequenceClassificationExplainer (Erklärer) aus der trans-
formers_interpret Bibliothek, die Klasse IntegratedGradients und das Modul visualization
für die detaillierte Analyse der Wortattributionen der mit “dispreferred” gelabelten Deskrip-
toren und die Visualisierung der Ergebnisse. Wir initialisieren den Explainer, indem wir
unser Modell und seinen Tokenizer als Parameter übergeben. Dadurch wird der Explainer
mit den Standardkonfigurationen eingerichtet, wobei der “attribution_type” standardmäßig
auf lig gesetzt ist. Der Standardwert lig steht für Layer Integrated Gradients, was dar-
auf hinweist, dass der Explainer die Integrated-Gradients-Methode zur Berechnung der
Beitragsgewichtungen verwendet.

Des Weiteren werden die Wortattributionen separat für die 313 falsch vorhergesagten
zusammengefassten Fakten und für die 508 falsch vorhergesagten in Chunks aufgeteilten
Fakten berechnet. Da dieser Berechnungsschritt pro Vorgehensweise zwischen 8 und
12 Stunden in Anspruch nehmen kann, werden die Wortattributionen in einer Logdatei
gespeichert, um sie später in unserer Analyse als Wörterbücher pro Fakt zu verwenden.

Die Werte der Wortattributionen können zwischen 1 und -1 liegen. Liegt eine Wortattribu-
tion nahe dem Wert 1, bedeutet dies, dass das Merkmal/Token eine hohe Aufmerksamkeit
hat und einen bedeutenden Einfluss auf die Modellvorhersage ausübt. Da wir uns mit falsch
vorhergesagten Fakten befassen, trägt ein hoher Wert der Wortattribution zu einer falschen
Modellvorhersage bei. Umgekehrt bedeutet eine Wortattribution nahe dem Wert -1, dass
das Merkmal/Token eine negative Aufmerksamkeit aufweist und einen negativen Einfluss
auf die Modellvorhersage hat. In unserer Untersuchung tragen diese Wortattributionen
daher zu einer korrekten Modellvorhersage bei.

Nach Berechnung der Wortattributionen für alle falsch vorhergesagten Fakten beginnt
die allgemeine Untersuchung der Deskriptoren, die als “dispreferred” abgeleitet sind und
hohe Attributionscores in den falsch vorhergesagten Fakten aufweisen. Hierfür ordnen wir
zunächst die Wortattributionen aller Fakten in absteigender Reihenfolge. Da wir wissen,
dass alle Fakten maximal 512 Tokens besitzen, liegen die Wortattributionen pro Fakt im
Bereich von 1 bis 512. Nun können wir mithilfe einer selbst implementierten Filtermethode
leicht nach den “dispreferred” abgeleiteten Deskriptoren mit hohen Wortattributionen
innerhalb einer bestimmten Ranggrenze suchen. Zum Beispiel, wenn wir eine Ranggrenze
von 50 eingeben, werden alle Fakten mit “dispreferred” abgeleiteten Deskriptoren, die
sich unter den 50 höchsten Wortattributionen befinden, gefiltert. Dies erleichtert uns
die Identifizierung der Fakten, die “dispreferred” abgeleitete Deskriptoren mit hohen
Wortattributionen aufweisen, und ermöglicht es uns, den Fokus auf diese Fakten zu legen.

Abschließend haben wir die Deskriptoren, die als “dispreferred” abgeleitet sind und eine
hohe Wortattribution aufweisen, analysiert. Daraus haben wir für beide Vorgehenswei-
sen Beispiele ausgewählt, bei denen die Deskriptoren mit hoher Wortattribution unter
den TOP 20 des Fakts liegen, und diese aufgelistet. Die ersten vier Beispiele mit hoher
Wortattribution pro Vorgehensweise sind hier aufgeführt.

In den folgenden Abbildungen, von Abbildung 5.24 bis Abbildung 5.31, werden einige
ausgewählte Beispiele aus den selbst erstellten Aufmerksamkeitsvisualisierungen präsen-
tiert. Dabei sind die Tokens in Rot und Grün markiert, wobei sie verschiedene Intensitäten
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der Färbung aufweisen. Grüne Markierungen eines Tokens bedeuten, dass dieses Token
eine hohe Wortattribution aufweist und somit einen signifikanten Einfluss auf die Vor-
hersage des Modells hat, während rote Markierungen eines Tokens im Gegensatz dazu
darauf hinweisen, dass dieses Token eine geringe Wortattribution aufweist und somit einen
geringen oder keinen Einfluss auf die Vorhersage des Modells hat. Die Ergebnisse der
Aufmerksamkeitsvisualisierungen unserer Arbeit werden im Abschnitt 6.5 interpetiert und
detailierter ausgewertet.



6. Evaluation

Dieses Kapitel präsentiert die verschiedenen Phasen der Evaluation, die durchgeführt
wurden, um die Forschungsfragen dieser Arbeit zu beantworten. Wir beginnen mit der
Evaluation der Vorkommen der “dispreferred” abgeleiteten Deskriptoren sowohl in den
zusammengefassten als auch in den in Chunks aufgeteilten Trainings- und Testdaten des
SJP-Datasets. Anschließend werden die Ergebnisse der Binomial-Tests zur Analyse der
Häufigkeit und Verteilung der Deskriptoren zwischen den Klassen “dismissal” und “ap-
proval” auf den Trainingsdaten vorgestellt. Danach werden die Modellperformanzen der
feingetunten Modelle behandelt, wobei auch die Analyse der Vorkommen der “dispre-
ferred” abgeleiteten Deskriptoren in den falsch vorhergesagten Fakten interpretiert wird.
Abschließend werden die Ergebnisse der Attention-Visualisierung betrachtet und basierend
auf all diesen Evaluationsergebnissen und Erkenntnissen, die wir während dieser Arbeit
erlangt haben, die Forschungsfragen beantwortet.

6.1 Phase 1 - Statistische Evaluation der “dispreferred”
abgeleiteten Deskriptoren

Für eine umfassende Analyse der Vorkommen von “dispreferred” abgeleiteten Deskriptoren
in den Trainings- und Testdaten des SJP-Datasets haben wir sowohl die zusammengefassten
als auch die in Chunks aufgeteilten Fakten auf das Vorkommen der Deskriptoren hin
untersucht. Da das SJP-Dataset dreisprachig ist, wurden alle auftretenden Deskriptoren
in den Fakten nach Deutsch, Französisch und Italienisch gruppiert und ihre Häufigkeit
visualisiert (siehe Abschnitt 5.3). Um während des Feintunings des verwendeten Modells
zu verstehen, wie viele Fakten mit “dispreferred” abgeleiteten Deskriptoren berücksichtigt
und gelernt wurden, betrachten wir die Häufigkeit und Anzahl der Deskriptoren in den
Trainingsdaten.

Von den 35.452 zusammengefassten deutschen Trainingsdaten enthalten insgesamt 1154
Fakten mindestens einen mit “dispreferred” abgeleiteten Deskriptor. Bei den 21.179 zu-
sammengefassten französischen Trainingsdaten waren es 2341 Fakten und bei den 3072
zusammengefassten italienischen Trainingsdaten waren es 388 Fakten, in denen mindestens
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ein “dispreferred” abgeleiteter Deskriptor vorkam. Somit enthalten insgesamt 3.883 Fakten
von den 59.709 Trainingsdaten mindestens einen “dispreferred” abgeleiteten Deskriptor.

Im Vergleich zu den zusammengefassten Trainingsdaten ist die Anzahl der Fakten, die
einen mit “dispreferred” abgeleiteten Deskriptor enthalten, in in Chunks aufgeteilten
Fakten höher, und somit ist auch die Anzahl der betrachteten Chunks höher, da bei dieser
Vorgehensweise der originale Textinhalt der Fakten nur in Chunks aufgeteilt wird. Von den
35.452 deutschen Trainingsdaten, die in Chunks aufgeteilt wurden, enthalten insgesamt
1794 Chunks mindestens einen mit “dispreferred” abgeleiteten Deskriptor. Bei den 21.179
französischen Trainingsdaten, die in Chunks aufgeteilt wurden, waren es 5313 Chunks,
und bei den 3072 italienischen Trainingsdaten, die in Chunks aufgeteilt wurden, waren es
634 Chunks, in denen mindestens ein “dispreferred” abgeleiteter Deskriptor vorkam.

Bei allen Fakten und Chunks in den drei Sprachen kommen die “dispreferred” abgeleite-
ten Deskriptoren proportional zur Größe des Trainingssets am häufigsten vor: “Opfer”,
“berechtigt”, “bedroht”, “in Gefahr”, “gefährdet”, “behindert” und “ungeschützt” (siehe Ab-
schnitt 5.3). Die Deskriptoren “Opfer” und “berechtigt” unterscheiden sich in der Mehrheit
der Vorkommen in den Fakten und Chunks im Vergleich zu den anderen Deskriptoren. Dies
liegt daran, dass diese Wörter häufig im juristischen Kontext verwendet werden. Daher
können wir annehmen, dass insbesondere diese beiden Deskriptoren einen großen Einfluss
auf das Modell beim Feintuning haben können und somit eine bedeutende Rolle bei der
Performanzanalyse und der Visualisierung der Aufmerksamkeit spielen.

Da die Größe des Testsets im Vergleich zum Trainingsset kleiner ist und insgesamt 17.357
Fakten enthält, sinkt proportional auch die Häufigkeit und das Vorkommen der “disprefer-
red” abgeleiteten Deskriptoren im Testset. Von den 9725 deutschen Testdaten enthalten
insgesamt 303 Fakten mindestens einen “dispreferred” abgeleiteten Deskriptor. Von den
6820 französischen Testdaten enthalten insgesamt 689 Fakten mindestens einen “disprefer-
red” abgeleiteten Deskriptor, und von den 812 italienischen Testdaten enthalten 79 Fakten
mindestens einen “dispreferred” abgeleiteten Deskriptor. Das bedeutet, dass insgesamt von
den 17.357 zusammengefassten Testdaten 1071 Fakten mindestens einen “dispreferred”
abgeleiteten Deskriptor enthalten.

Im Vergleich zu den zusammengefassten Testdaten ist die Anzahl der Fakten, die einen
mit “dispreferred” abgeleiteten Deskriptor enthalten, in Chunks aufgeteilt ebenfalls höher,
was zu einer höheren Anzahl betrachteter Chunks führt. Von den 9725 deutschen Testdaten
enthalten insgesamt 426 Chunks mindestens einen “dispreferred” abgeleiteten Deskriptor.
Von den 6820 französischen Testdaten enthalten insgesamt 1704 Chunks mindestens einen
“dispreferred” abgeleiteten Deskriptor, während von den 812 italienischen Testdaten 154
Chunks mindestens einen “dispreferred” abgeleiteten Deskriptor aufweisen. Das bedeutet,
dass insgesamt von den 17.357 in Chunks aufgeteilten Testdaten 2284 Chunks mindestens
einen “dispreferred” abgeleiteten Deskriptor enthalten.

Aus dieser Analyse ergibt sich, dass insgesamt 1071 Fakten im zusammengefassten Testset
und 2284 Chunks, in Chunks aufgeteilten Testset mindestens einen “dispreferred” abge-
leiteten Deskriptor enthalten. Nach der Performanzanalyse werden aus diesen Testdaten
die falsch vorhergesagten Fakten gefiltert und für die Visualisierung der Aufmerksamkeit
(Attention Visualisierung) verwendet.
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6.2 Phase 2 - Evaluation der Binomialtests
Durch die Anwendung des Binomialtests haben wir zusätzliche Informationen über die
Verteilung und Häufigkeit aller “dispreferred” abgeleiteten Deskriptoren zwischen den
Klassen “dismissal” und “approval” erhalten, bevor wir die Schritte Performanzanalyse
und Visualisierung der Aufmerksamkeit durchgeführt haben. Dabei wurden sowohl die
zusammengefassten als auch die in Chunks aufgeteilten Trainingsdaten analysiert.

Des Weiteren liefert das Ergebnis dieses Tests uns Informationen über die mögliche
Voreingenommenheit der “dispreferred” abgeleiteten Deskriptoren gegenüber den Klassen
“dismissal” und “approval” bezüglich ihres Vorkommens und ihrer Häufigkeit in den
Fakten, die mit diesen Klassen gelabelt sind. Die Ergebnisse beider Vorgehensweisen sind
im Abschnitt 5.3 zu sehen.

Bei der Visualisierung der fünf am häufigsten auftretenden Deskriptoren zeigt sich, dass die
Ergebnisse der Binomialtests für beide Vorgehensweisen ähnlich sind. Diese Deskriptoren
sind “victime”, “berechtigt”, “intitulé”, “Opfer” und “en danger”. Dabei wurden die ersten
vier Deskriptoren “victime”, “berechtigt”, “intitulé” und “Opfer” durch den Binomialtest
als voreingenommen gegenüber der Klasse “dismissal” markiert, während der Deskriptor
“en danger” als voreingenommen gegenüber der Klasse “approval” markiert ist (siehe
Abschnitt 5.4).

In den zusammengefassten Trainingsdaten wurden 13 Deskriptoren mit dem Label “dis-
preferred” gegenüber der Klasse “dismissal” und 17 gegenüber der Klasse “approval” als
voreingenommen markiert (siehe Tabelle 5.4). In den in Chunks aufgeteilten Trainingsda-
ten wurden 27 Deskriptoren mit dem Label “dispreferred” gegenüber der Klasse “dismissal”
und 20 gegenüber der Klasse “approval” als voreingenommen markiert (siehe Tabelle 5.6).
Der Grund dafür, dass bei der zweiten Methode mehr Deskriptoren als voreingenommen
markiert wurden, liegt darin, dass hier der Textinhalt des Fakts nicht zusammengefasst,
sondern nur in Chunks aufgeteilt wurde. Dadurch konnte der originale Textinhalt auf allen
Deskriptoren kontrolliert werden.

Die Informationen zur Voreingenommenheit der mit “dispreferred” abgeleiteten Deskripto-
ren gegenüber den Klassen “dismissal” und “approval” werden in der Phase der Visuali-
sierung der Aufmerksamkeit der Wortattributionen herangezogen und analysiert, ob die
Deskriptoren, die tatsächlich gegenüber einer Klasse voreingenommen sind, auch einen
signifikanten Beitrag zur fehlerhaften Vorhersage leisten, bei der die vorhergesagte Klasse
ihrer voreingenommenen Klasse entspricht.

6.3 Phase 3 - Evaluation Feintuning und Performanz-
analyse

Es wurde mehrmals das vortrainierte Modell “legal-swiss-roberta-large” 12 von Niklaus
et al. [23] verwendet, dabei entstand die Herausforderung, die uns am Anfang der Arbeit
nicht bewusst, war. Da das SJP-Dataset wie in Abbildung 2.12 zu sehen ist, ein unaus-
geglichenes Dataset aus 76,23% zu 23,77% “dismissal” und “approval” Labels entsteht,
führte dies bei dem Modell zu dem Problem, dass das feingetunte Modell in der Per-
formanzanalyse nur noch die Mehrheitsklasse “dismissal” auswählt. Dafür wurde die

12https://huggingface.co/joelniklaus/legal-swiss-roberta-large

https://huggingface.co/joelniklaus/legal-swiss-roberta-large
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Klassengewichtungsmethode mit einem benutzerdefinierten Trainer eingeführt um dieses
Problem anzugehen.

Dabei wurden 3 Modelle mit den zusammengefassten Trainingsdaten feingetunt, während
mit den in Chunks aufgeteilten Trainingsdaten nur ein Modell feingetunt wurde (siehe
Abschnitt 5.5).

Die Durchschnittswerte der drei Modelle, die mit den zusammengefassten Fakten feinget-
unt und getestet wurden, sind wie folgt:

• Für die Klasse “dismissal” beträgt die Precision 0.90, was darauf hinweist, dass von
den als “dismissal” vorhergesagten Fällen etwa 90% tatsächlich korrekt klassifiziert
wurden.

• Der Recall für “dismissal” liegt bei 0.79, was bedeutet, dass das Modell etwa 79% der
tatsächlichen “dismissal”-Fakten richtig erkannt hat.

• Der F1-Score für “dismissal” beträgt 0.84, eine harmonische Mittelwertkennzahl
zwischen Precision und Recall, die eine ausgewogene Bewertung der Klassifizierungs-
leistung darstellt.

• Für die Klasse “approval” zeigt die Präzision von 0.43 an, dass nur etwa 43% der
vorhergesagten “approval”-Fakten tatsächlich korrekt klassifiziert wurden.

• Der Recall (Sensitivität) für “approval” ist mit 0.64 höher, was bedeutet, dass das
Modell etwa 64% der tatsächlichen “approval”-Fakten richtig erkannt hat.

• Der F1-Score für “approval” beträgt 0.51.

• Die Gesamtgenauigkeit des Modells beträgt 0.78, was bedeutet, dass etwa 78% der
Fälle korrekt klassifiziert wurden.

Diese Ergebnisse zeigen, dass der Durchschnitt dieser Modellperformanzen insgesamt eine
akzeptable Leistung aufweist, insbesondere bei der Vorhersage von “dismissal”-Fakten. Es
scheint jedoch Schwierigkeiten bei der korrekten Klassifizierung von “approval”-Fakten zu
geben, wie durch die niedrigere Precision und F1-Score für diese Klasse angezeigt wird.

Das Modellergebnis, das durch Feintuning und Testen mit in Chunks aufgeteilten Fakten
erzielt wurde, lautet wie folgt:

• Für die Klasse “dismissal” beträgt die Precision 0.88, was darauf hinweist, dass von
den als “dismissal” vorhergesagten Fällen etwa 88% tatsächlich korrekt klassifiziert
wurden.

• Der Recall für “dismissal” liegt bei 0.88, was bedeutet, dass das Modell etwa 88% der
tatsächlichen “dismissal”-Fakten richtig erkannt hat.

• Der F1-Score für “dismissal” beträgt 0.88, eine harmonische Mittelwertkennzahl
zwischen Präzision und Recall, die eine ausgewogene Bewertung der Klassifizierungs-
leistung darstellt.

• Für die Klasse “approval” zeigt die Präzision von 0.49 an, dass nur etwa 49% der
vorhergesagten “approval”-Fakten tatsächlich korrekt klassifiziert wurden.
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• Der Recall (Sensitivität) für “approval” liegt bei 0.48, was bedeutet, dass das Modell
etwa 48% der tatsächlichen “approval”-Fakten richtig erkannt hat.

• Der F1-Score für “approval” beträgt 0.49.

• Die Gesamtgenauigkeit des Modells beträgt 0.81, was bedeutet, dass etwa 81% der
Fälle korrekt klassifiziert wurden.

Diese Ergebnisse zeigen, dass das Modell insgesamt eine gute Leistung aufweist, sowohl
bei der Vorhersage von “dismissal”- als auch von “approval”-Fakten. Es ist bemerkenswert,
dass die Präzision, Recall (Sensitivität) und F1-Score für beide Klassen in diesem Modell
deutlich höher sind als im Vergleich zu den Durchschnittswerten von den 3 Modellen, die
mit zusammengefassten Fakten feingetunt und getestet wurden. Dies deutet darauf hin, dass
das Modell möglicherweise besser auf die Chunk-Struktur der Daten abgestimmt ist. Dies
liegt daran, dass bei der Vorhersage von Chunks die Endvorhersage eines Fakts anhand der
Mehrheit ihrer Chunkvorhersagen bestimmt wird. Falls die Anzahl der Chunkvorhersagen
eines Fakts zwischen den beiden Klassen gleich aufgeteilt ist, wird die Mehrheitsklasse
“dismissal” als Endvorhersage gewählt, da wir wissen, dass das SJP-Dataset zu 76,23% aus
“dismissal”-Fakten besteht und somit die Wahrscheinlichkeit höher ist, dass ein Fakt dieser
Klasse angehört. Dadurch möchten wir die Gesamtgenauigkeit des Modells erhöhen.

6.4 Phase 4 - Evaluation der “dispreferred” abgeleite-
ten Deskriptoren in den vorhergesagten Fakten

In der ersten Phase der Evaluation (siehe Abschnitt 6.1) identifizierten wir 1071 zusam-
mengefasste Fakten und 2284 Chunks in den Testdaten, die Deskriptoren enthalten, die als
“dispreferred” abgeleitet sind. In dieser Phase werden die 1071 Fakten und 2284 Chunks
nach den Anteilen der richtig/falsch klassifizierten Instanzen pro enthaltenem Deskriptor
und Label visualisiert und interpretiert.

Aus der Analyse der vorhergesagten zusammengefassten sowie in Chunks aufgeteilten
Testdaten wurde abgeleitet, dass häufig vorkommende Deskriptoren in den Fakten zum Bias
in unserem Modell führen können. Diese Deskriptoren wurden auch in dem Binomialtest
als voreingenommen gegenüber der Klasse “dismissal” identifiziert. Zu diesen Deskriptoren
gehören “berechtigt”, “Opfer”, “gefährdet”, “bedroht”, “intitulé”, “victime”, “menacé”,
“autorizzato”, “autorizzata”, “legittima” und “vittima”. Dabei unterscheidete sich der
Deskriptor “autorizzati”, der eigentlich die Pluralform von “autorizzato” war und eine
Voreingenommenheit gegenüber der Klasse “approval” aufgewiesen hat.

Wenn wir die oben genannten “dispreferred” abgeleiteten Deskriptoren nach ihren demo-
graphischen Achsen kategorisieren, erhalten wir ein klares Ergebnis: Alle “dispreferred”
abgeleiteten Deskriptoren gehören zur Achse “Cultural” (siehe Abbildung 2.11). Bei der
Entstehung dieses Ergebnisses spielen der Inhalt und der Kontext unserer Trainings- und
Testdaten eine wichtige Rolle, da diese Deskriptoren in den Gerichtsurteilen zur Beschrei-
bung der Fälle und Entscheidungsfindung oft verwendet werden. Im juristischen Kontext
können sie den Inhalt des Textkorpus dominieren, was dazu führt, dass das Modell beim
Feintuning diese Deskriptoren im Vergleich zu seltener vorkommenden Deskriptoren stär-
ker lernt und mit den Klassen “dismissal” oder “approval” verknüpft. Dies kann dann bei
den Vorhersagen zu voreingenommenen Klassifizierungen führen.
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Das Modell, das mit den zusammengefassten Fakten getestet wurde, hat von den 1071
Fakten (303 deutsche, 689 französische und 79 italienische Fakten), 313 falsch vorherge-
sagt. Unter diesen 313 falsch vorhergesagten Fakten kommen in den drei Sprachen die
Deskriptoren “berechtigt”, “Opfer”, “bedroht”, “gefährdet”, “in Gefahr” und “behindert”
am häufigsten vor. Im Vergleich zu dem Modell, das die zusammengefassten Testdaten
vorhergesagt hat, hat das Modell, das mit in Chunks aufgeteilten Fakten getestet wurde,
von den 2284 Chunks 508 falsch vorhergesagt. Unter diesen 508 falsch vorhergesagten
Chunks kommen in den drei Sprachen wieder die Deskriptoren “berechtigt”, “Opfer”,
“bedroht”, “gefährdet”, “in Gefahr” und “behindert” am häufigsten vor.

Die 313 falsch vorhergesagten Fakten und die 508 Chunks mit ihren enthaltenen Deskrip-
toren bilden die Grundlage für unsere Untersuchung in der nächsten Phase, in der die
Aufmerksamkeit der Wortattributionen visualisiert wird.

6.5 Phase 5 - Evaluation der Attention Visualisierung
Die 313 Fakten und 508 Chunks wurden mithilfe von Attention-Visualisierung analysiert.
Um den Prozess zu beschleunigen, wurde der Fokus auf diejenigen Fakten und Chunks
gelegt, die Deskriptoren mit hohen Wortattributionen enthalten. Die Vorgehensweise
bestand darin, die Wortattributionen der Fakten in absteigender Reihenfolge zu sortieren
und dann nach den Tokens mit Wortattributionen innerhalb einer gegebenen Ranggrenze
zu suchen.

In unserer Analyse haben wir die 313 zusammengefassten Fakten auf Deskriptoren un-
tersucht, die ihre Wortattributionen innerhalb der ersten 20, 50 und 100 Tokens haben.
Aus den Ergebnissen der Deskriptoren mit hohen Wortattributionen, die sich innerhalb der
TOP50 befinden, lässt sich ablesen, dass die Deskriptoren “bedroht”, “Opfer”, “intitulé”,
“justifié”, “victime” einen signifikanten Einfluss auf die falschen Klassifikationsvorher-
sagen des Modells haben können. Dabei wurden die Deskriptoren “bedroht”, “Opfer”,
“intitulé”, und “victime” in dem Binomialtest als voreingenommen gegenüber der Klasse
“dismissal” identifiziert. Die Aufmerksamkeitsvisualisierungen der falschen Klassenvorher-
sagen bestätigen, dass Fakten mit diesen Deskriptoren, die tatsächlich zur Klasse “approval”
gehören, als “dismissal” klassifiziert werden.

Danach haben wir die 508 Chunks auf Deskriptoren untersucht, die ihre Wortattributionen
innerhalb der ersten 10, 20 und 30 Tokens haben. Aus den Ergebnissen der Deskriptoren
mit hohen Wortattributionen, die sich innerhalb der TOP20 befinden, lässt sich ablesen,
dass die Deskriptoren “berechtigt”, “Opfer”, “victime”, “légitime”, “intitulé”, “menacé”
und “bedroht” einen signifikanten Einfluss auf die falschen Klassifikationsvorhersagen des
Modells haben können. Wie in den zusammengefassten Fakten zu erkennen ist, wurden die-
se Deskriptoren in dem Binomialtest als voreingenommen gegenüber der Klasse “dismissal”
identifiziert. In den Aufmerksamkeitsvisualisierungen für falsche Klassenvorhersagen von
Chunks mit diesen Deskriptoren, die tatsächlich zur Klasse “approval” gehören, wird die
Klasse “dismissal” ausgewählt.

Es ist bemerkenswert, dass die “dispreferred” abgeleiteten Deskriptoren, die am häufigsten
in den Fakten und Chunks auftreten, auch bei den falsch vorhergesagten Fakten und
Chunks hohe Wortattributionen aufweisen. Daher können wir feststellen, dass unser Modell
möglicherweise bei Fakten, die die oben genannten Deskriptoren enthalten, dazu neigt,
voreingenommene Vorhersagen zu treffen.
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Im nächsten Kapitel werden wir die Forschungsfragen dieser Arbeit anhand der bisher
erfassten Untersuchungsergebnisse, der verwendeten Methoden sowie der Analysen und
Evaluationen beantworten.
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6.6 Forschungsfragen
Forschungsfrage 1: In welchem Maße sind unbewusste Bias-Elemente aus dem
Holistic Bias Dataset in den schweizerischen Gerichtsurteilen präsent?

Nach einer umfangreichen Analyse der Vorkommen der “dispreferred” abgeleiteten De-
skriptoren sowohl in den zusammengefassten als auch in Chunks aufgeteilten Trainings-
und Testdaten des SJP-Datasets wurde festgestellt, dass von den 59.709 zusammenge-
fassten Trainingsdaten 3883 Gerichtsurteile mindestens einen “dispreferred” abgeleiteten
Deskriptor enthalten. Unter den 17.357 zusammengefassten Testdaten enthalten 1071
Fakten mindestens einen solchen Deskriptor.

Bei der zweiten Vorgehensweise, bei der die 59.709 Trainingsdaten in insgesamt 123.207
Chunks aufgeteilt wurden, enthalten 7.741 Chunks mindestens einen “dispreferred” ab-
geleiteten Deskriptor. Bei den 17.357 Testdaten, die in 36.386 Chunks aufgeteilt wurden,
enthaten 2.284 Chunks mindestens einen “dispreferred” abgeleiteten Deskriptor.

Die häufigsten “dispreferred” abgeleiteten Deskriptoren in drei Sprachen, die sowohl in den
zusammengefassten als auch in Chunks aufgeteilten Trainings- und Testdaten vorkommen,
sind “berechtigt”, “Opfer”, “bedroht”, “gefährdet”, “behindert”, “victime”, “intitulé”, “en
danger”, “menacé”, “légitime”, “justifié”, “autorizzato”, “autorizzati”, “vittima”, “idonea”
und “in pericolo”.

Es stellt sich heraus, dass insgesamt 4.954 Gerichtsurteile in den zusammengefassten
Trainings- und Testdaten mindestens einen als “dispreferred” abgeleiteten Deskriptor
enthalten. Zusätzlich kommen in den in Chunks aufgeteilten Trainings- und Testdaten
insgesamt 10.025 Chunks von Gerichtsurteilen vor, die mindestens einen “dispreferred”
abgeleiteten Deskriptor enthalten.

Forschungsfrage 2: Welche Auswirkungen haben diese Bias-Elemente auf die
Leistungsfähigkeit der entwickelten Modelle?

Durch die Analyse der falsch vorhergesagten Fakten/Chunks, die mindestens einen als
“dispreferred” abgeleiteten Deskriptor enthalten, wurde festgestellt, dass in der ersten
Vorgehensweise (siehe Unterabschnitt 4.2.1) von den 17.357 zusammengefassten Testda-
ten 5.231 Fakten falsch vorhergesagt wurden. Von diesen falsch vorhergesagten Fakten
enthalten lediglich 313 mindestens einen als “dispreferred” abgeleiteten Deskriptor. In der
zweiten Vorgehensweise (siehe Unterabschnitt 4.2.2) wurden von den 36.386 Testdaten
die aus Chunks von Fakten bestehen, 8.668 Chunks falsch vorhergesagt. Von diesen falsch
vorhergesagten Chunks enthalten nur 508 mindestens einen als “dispreferred” abgeleiteten
Deskriptor.

Basierend auf der Analyse von 313 falsch vorhergesagten Fakten und 508 falsch vorherge-
sagten Chunks wurde mittels einer Aufmerksamkeitsvisualisierung (siehe Abschnitt 5.7)
eine detaillierte Untersuchung aller Wortattributionen durchgeführt, wobei besonders auf
die als “dispreferred” abgeleiteten Deskriptoren geachtet wurde. Das Ergebnis dieser
Analyse zeigt, dass die am häufigsten in den Trainings- und Testdaten auftretenden “dispre-
ferred” abgeleiteten Deskriptoren auch eine signifikante Wortattribution bei den falschen
Klassenvorhersagen aufweisen. Es ist jedoch wichtig anzumerken, dass auch in einigen
falsch vorhergesagten Fakten diese Deskriptoren eine geringe Wortattribution aufweisen,
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also nicht immer einen signifikanten Einfluss auf die falsche Klassenvorhersage haben.
Hier besteht die Herausforderung darin, dass nur eine begrenzte Anzahl von den falsch
vorhergesagten 313 Fakten und 508 Chunks “dispreferred” abgeleitete Deskriptoren mit
einer hohen Wortattribution aufweisen.

Um unsere Ergebnisse genauer zu interpretieren und zu unterstützen, die aus der Analy-
se der Aufmerksamkeitsvisualisierungen resultieren, nutzen wir die Ergebnisse unserer
Analyse der Binomialtests (siehe Abschnitt 5.4) und grafische Darstellungen über das
Vorkommen der Deskriptoren in den vorhergesagten Fakten sowie Chunks (siehe Ab-
schnitt 5.6), um ein Gesamtergebnis abzuleiten. Die Ergebnisse der Binomialtests und die
grafischen Darstellungen der Anteile der richtig und falsch klassifizierten Instanzen pro
enthaltenem Deskriptor und Label unterstützen sich gegenseitig. Die Deskriptoren, die in
dem Binomialtest eine Voreingenommenheit gegenüber der Klasse “dismissal” aufweisen,
zeigen, dass unser Modell bei der Vorhersage dieser Fakten, die diese Deskriptoren ent-
halten, überwiegend eine hohe Präzision für die Klasse “dismissal” aufweist, jedoch eine
geringere Präzision für die Klasse “approval”.

Wenn wir die Ergebnisse der Aufmerksamkeitsvisualisierungen dieser Deskriptoren ge-
nauer betrachten, erkennen wir ein ähnliches Muster, die wir bereits in vorherigen Ana-
lyseschritten identifiziert haben. Es fällt größtenteils auf, dass diese Deskriptoren in den
Aufmerksamkeitsvisualisierungen eine hohe Wortattribution aufweisen, in den Fakten, die
tatsächlich das Label “approval” haben, jedoch als “dismissal” klassifiziert sind. Zu diesen
Deskriptoren gehören “berechtigt”, “Opfer”, “bedroht”, “victime”, “vittima”, “légitime”,
“intitulé” und “menacé”.

Insgesamt können wir sagen, dass unser Modell tatsächlich durch die oben genannten
“dispreferred” abgeleiteten Deskriptoren einen Bias erlernt hat, und somit auch seine
Leistungsfähigkeit durch das Vorhandensein dieser Deskriptoren beeinflusst wird.





7. Fazit

Diese Arbeit hat sich intensiv mit der Analyse von Bias-Elementen im Swiss Judgement
Prediction Dataset auseinandergesetzt. Durch einen iterativen und systematischen Ansatz
wurden zukünftige Herausforderungen minimiert. Der erste Schritt bestand darin, “dispre-
ferred” gelabelte Bias-Deskriptoren aus dem Holistic Bias Dataset zu extrahieren. Danach
wurden diese um Synonyme sowie Plural- und Geschlechtsformen erweitert und letztend-
lich in mehreren Sprachen für das SJP-Dataset verfügbar gemacht. Nachfolgend wurden
zwei Methoden angewendet, um das 512 Token-Limit des verwendeten BERT-basierten
Modells zu umgehen und die Deskriptoren in die Analyse einzubeziehen: die extraktive
Zusammenfassung und die Aufteilung langer Textinhalte in Chunks.

Die Implementierung des BERT-basierten Modells wurde durch Feintuning und die Be-
rücksichtigung des unausgeglichenen SJP-Datasets verbessert, wobei benutzerdefinierte
Trainer zur Anpassung von Klassengewichten verwendet wurden. Eine detaillierte Perfor-
manzanalyse wurde durchgeführt, um die Modelle auf ihre Leistungsfähigkeit zu testen und
falsch vorhergesagte Fakten zu identifizieren, die “dispreferred” gelabelte Deskriptoren
enthalten. Dabei wurden auch potenzielle Quellen von Bias herausgearbeitet, unterstützt
durch die Anwendung des Binomialtests zur Analyse der Häufigkeit und Verteilung dieser
Deskriptoren zwischen den Labels des SJP-Datasets.

Der letzte Schritt der Arbeit umfasste die Anwendung von Aufmerksamkeitsvisualisie-
rungen, um die Wortattributionen der “dispreferred” abgeleiteten Deskriptoren in den
falsch vorhergesagten Fakten und Chunks zu analysieren. Diese Analyse lieferte wichtige
Erkenntnisse über die Funktionsweise des Modells und und half dabei zu untersuchen,
ob die Deskriptoren als potenzielle Bias-Elemente die Leistungsfähigkeit des Modells
beeinflussen können. Insgesamt trägt diese Arbeit dazu bei, das Verständnis für Bias,
insbesondere im Kontext von Legal Judgement Prediction, in NLP-Modellen zu vertiefen
und bietet Ansatzpunkte für die Weiterentwicklung auf diesem Gebiet.

Die Limitationen dieser Arbeit sowie mögliche Ansätze für zukünftige Forschungen in
diesem Bereich werden im Folgenden beschrieben.
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Limitationen

• Die Übersetzung der Deskriptoren aus dem Englischen in andere Sprachen birgt
potenzielle Validitätsprobleme, insbesondere in unterschiedlichen kulturellen Kon-
texten. Es ist anzumerken, dass bestimmte Wörter, die im englischsprachigen Raum
als “dispreferred” gelten, möglicherweise in der Schweiz oder anderen Ländern mit
denselben Sprachen nicht dieselbe Bedeutungskonnotation aufweisen. Dies könnte zu
Verzerrungen führen und die Vergleichbarkeit der Ergebnisse beeinträchtigen.

• Die Nutzung der Deskriptoren ohne den juristischen Kontext zu berücksichtigen kann
zu Fehleinschätzungen führen. Insbesondere in juristischen Fällen, in denen es oft
um Opfer-Täter-Situationen geht, könnten Opfer-bezogene Deskriptoren in einem
neutralen Kontext bewertet werden. Ähnliches gilt für den Deskriptor “entitled”, der
beispielsweise mit “berechtigt” übersetzt wurde, was im Deutschen neutral aufgefasst
werden kann. Diese Nichtberücksichtigung des juristischen Kontexts könnte zu einer
Verzerrung der Ergebnisse führen und erfordert daher eine kritische Reflexion bei der
Interpretation.

• In Chunking-Verfahren wurde ein Entscheidungsmechanismus eingebaut, der bei
Gleichstand die Mehrheitsklasse “dismissal” wählt. Während dieses Verfahrens die
Mehrheitsentscheidung bevorzugt, könnte die Konfidenz des Klassifizierers ebenfalls
berücksichtigt werden, um eine finale Entscheidung zu treffen.

• Die Begrenzung des Tokenlimits des verwendeten BERT-basierten Modells auf 512
Tokens stellte eine Herausforderung dar. Bei der extraktiven Zusammenfassung von
Fakten führte dies zu einem erheblichen Informationsverlust, da über 50% der berück-
sichtigten Fakten mehr als 512 Tokens umfassten. Dadurch wurden Textinhalte des
Faktes reduziert, welche auch untersuchte Deskriptoren enthalteten. Des Weiteren
wurden im Chunking-Verfahren die Fakten in Chunks von 512 Tokens aufgeteilt
und separat klassifiziert, um den gesamten Textinhalt der Fakten ohne Inhaltsverlust
mindestens in Chunks zu betrachten. Dies ermöglichte jedoch keine vollständige
Berücksichtigung des gesamten Kontexts eines Fakts bei der Klassifikation, sondern
nur von Chunks, was zu fehlenden Angaben über den Kontext des Falls führen könnte
und möglicherweise ungenaue oder verzerrte Klassifikationen verursachte.

Future Work

• Training eines Modells zur Identifizierung von Bias: Diese Arbeit beschäftigt sich ein-
gehend mit der Analyse der im Holistic Bias Dataset vorhandenen Bias-Deskriptoren
in den Gerichtsurteilen des SJP-Datasets sowie der Visualisierung der Wortattributio-
nen dieser Deskriptoren bei falschen Klassifikationsvorhersagen. Das Training eines
BERT-basierten Sequenzklassifikationsmodells, das anhand der Vorkommen dieser
Bias-Deskriptoren entscheiden kann, ob ein Text voreingenommen ist oder nicht, wäre
eine aufbauende Erweiterung dieser Arbeit.

• Verwendung eines besser vortrainierten Modells mit einem Tokenlimit von mehr als
512: Für unsere Arbeit verwenden wir ein BERT-basiertes, vortrainiertes Modell
aus dem Hugging Face Hub, das ein Tokenlimit von 512 Tokens hat. Da unsere
Forschung sich mit der Analyse von juristischen Texten befasst, insbesondere von
Gerichtsurteilen, die im Durchschnitt bis zu 1500 Tokens enthalten, reicht diese Anzahl
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von Tokens nicht aus, um eine angemessene Nutzung für die Sequenzklassifikation zu
gewährleisten.

• Erweiterung des SJP Datasets um künstliche Instanzen: In unserer Arbeit haben wir
das unausgeglichene SJP Dataset, in dem Daten zu 76,23% als “dismissal” und zu
23,77% als “approval’ gelabelt sind, unverändert für Bias-Analyse verwendet und ein
vortrainiertes BERT-basiertes Modell mit den Trainingsdaten feingetunt. Da unser
Modell durch dieses Ungleichgewicht der Daten beeinflusst wurde, ist ein weiterer
Ansatz für zukünftige Arbeiten, das Dataset um künstliche Instanzen zu erweitern,
die die Bias ausgleichen. Dies kann als Strategie verwendet werden, um robustere
Modelle zu trainieren.
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